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RESUMEN

El andlisis de datos ha emergido como una herramienta fundamental para
comprender patrones y tendencias cambiantes, permitiendo a la empresa
anticipar y adaptarse a las demandas del mercado.

La investigacion se aplic6 a la empresa R&D Corporaciones, se
recomendd implementar un sistema de inteligencia artificial, encargada de
utilizar métodos de analisis de datos y aprendizaje automatico para anticipar las
direcciones futuras en la industria de la moda, mejorando de esta forma la
formulaciéon de decisiones estratégicas.

Segun la entrevista que se realizd al jefe de almacén se llegd a la
conclusion que hay una mala gestion de inventarios que provoca pérdidas del
20% debido a que se realizan promociones o descuentos constantemente para
que no haya productos de méas y asi puedan lanzar nuevas colecciones por
temporada. Con la implementacion del sistema, se refleja que hay
una disminucién de perdidas solo en 5% también se pudo observar
anticipadamente de manera mas precisa las preferencias del consumidor,
no solo identifica tendencias actuales, sino que también pronostica posibles
evoluciones futuras, permitiendo que la empresa tome decisiones

informadas sobre disefio, produccion y comercializacion

Palabras Clave: Redes neuronales, prediccion, sinapsis
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INTRODUCCION

La industria de la moda, ha experimentado un cambio significativo en los ultimos
tiempos. En este escenario de constante cambio, las empresas de moda se
enfrentan al desafio de no solo seguir el ritmo de las tendencias emergentes,
sino también de anticiparlas para tomar decisiones estratégicas efectivas.

La empresa R&D Corporacion, se dedica a la industria textil de la produccion y
comercializacion de prendas formales y casuales para damas, con disefios
propios e innovadores. Actualmente cuentan con 7 puntos de venta repartidos
en la ciudad de lima. La empresa inicié a funcionar a partir del 2002 y hasta la
fecha va posicionandose entre los mejores del sector, en el mercado competitivo,
aportando desde la calidad e imagen. El cliente de R&D Corporacién
actualmente utilizan un sistema de venta “bsale”, pero no cuentan con una
herramienta que les permita recopilar, procesar y analizar datos heterogéneos
para revelar tendencias cambiantes y patrones de comportamiento del
consumidor.

Como solucién se propuso implementar un sistema haciendo uso con la
Inteligencia Artificial (I1A), utilizando técnicas avanzadas como redes neuronales
computacionales y algoritmos de aprendizaje automatico, se pretende no solo
identificar tendencias actuales, sino también prever posibles direcciones futuras
con un grado significativo de precision.

La investigacion consta de 3 capitulos, en el capitulo | se define los datos de la
empresa, las problematicas y los objetivos de investigacion, en el capitulo 11, se
redacta todo referente al marco tedrico para realizar la investigacion y el capitulo
lll, se explica el desarrollo de la ejecucion del trabajo con las herramientas
empleadas.
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CAPITULO .
l. ASPECTOS GENERALES
1.1 Contexto

R&D Corporacion, es una empresa que fabrica y vende ropas de vestir
(especificamente prendas para mujer), calzado, articulos, accesorios (bolsos y
correas), es la entidad en la cual se brindara el servicio de desarrollo del sistema.
La empresa empez6 a funcionar desde el mes de mayo del 2002 y hasta la fecha
va posicionandose entre los mejores del sector textil, y apuesta a continuar con
su historia. Su propésito es ofrecerles a sus clientes un estilo de ropa en el cual
se sientan comodas y seguras, aportando desde la calidad e imagen, la mejora
de su confianza.

Ofrecen colecciones de ropa, blusas, sacos, faltas, pantalones, polos,
entre otras prendas de vestir, formal y casual, transmitiendo el concepto y el
estilo de la marca de calidad garantizada, su propdsito es que sus clientes, cree
sus propios looks partiendo de un buen basico. Los productos son atemporales
para que formen parte del dia a dia de la mujer de hoy. Los disefian, producen y
cuidan con especial detalle para llevarles calidad a sus clientes, garantizandoles
comodidad y durabilidad.

Las prendas van dirigidas para el sector juvenil y persona adulta mayor
para satisfacer las necesidades al gusto del mercado potencial, acompafiando
en las experiencias diarias con moda accesible.

El trabajo se desarroll6 para la empresa R&D Corporacion, que inicio con
la marca, Camila Viali y aflos después apertura la marca Affari, la
implementacion del sistema permiti6 como solucion reducir los excedentes de
productos fuera de temporada, evitando realizar asi muchas promociones de
reduccion de precio y ayudo a tomar decisiones informadas sobre disefio,
produccion y comercializacion.

Con la implementacion del sistema inteligente, se pudo observar una gran
mejora en la empresa. Segun el jefe de operaciones se detectd que en el
inventario habia tipos de prendas que no se vendian mucho y eso ocasionaba
gue se genere descuentos masivos provocando asi perdidas en la empresa, asi
mismo se detectd que habia prendas que si se vendian en su totalidad, pero la

demanda de los clientes no cubria con las cantidades producidas y esto como

13



consecuencia se originaba perdidas de varias ventas. De igual manera, se
visualizé que algunos modelos de accesorios (bolsos y/o carteras) estuvieron
guardados por mucho tiempo ocasionando rajaduras o deterioro que se echaron
todo a perder, eso se originaba porque no se realizaba un estudio histérico de
las ventas locales, sino que la produccion se basaba en modelos de productos
internacionales que no eran en su totalidad a gusto de los sus clientes locales.
Analizando las metas de las ventas propuestas, se llegd a la conclusion que
después de implementar el sistema, mejoro en 4.2%

En el siguiente organigrama mostrado en la Figura 1 se visualiza la
organizaciéon de la empresa R&D Corporacion.

Figura 1

Organigrama de la empresa

Gerente General

Jefe de Marketing Jefe de Operaciones| | Area Administrativa
| | |
Promotor de Venta Area de Disefio Jefe Financiero
| |
Produccion Jefe contable

I
Jefe de Sistema
[
RR.HH.

FUENTE: R&D Corporacién, 2018
1.1.1. Mision.
Brindar a nuestros clientes un estilo de ropa con el cual se sientan
comodas y seguras, aportando desde la calidad e imagen, la mejora de su

confianza

1.1.2. Vision.
Ser una empresa de moda posicionandose entre los mejores del sector

en el mercado competitivo, y apostamos continuar con nuestra historia
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1.1.3. Valores.
- Puntualidad
- Respeto
- Honestidad
- Confianza

- Compromiso

1.2. Justificacion

La implementacion de un Sistema Inteligente de Prediccion de
Tendencias es una necesidad que se presenta en la empresa R&D Corporacion,
debido a que es un mercado altamente competitivo y sujeto a cambios
constantes en las preferencias de los consumidores. La incapacidad para
anticipar con precision estas tendencias tiene varias repercusiones, como la
produccion ineficiente, la acumulacion de inventario no vendido, lo que a su vez
afecta negativamente la utilidad de la empresa y su aptitud para atender las
necesidades del mercado.

Este sistema inteligente de prediccion de tendencias, aplicado en el
método de las redes neuronales, aprovecha tecnologias avanzadas, como el
aprendizaje automatico, que su funcién es analizar grandes conjuntos de datos
y descubrir patrones que serian dificiles de detectar mediante métodos
tradicionales. Esto posibilitara que la compariia tome decisiones respaldadas por
informacion precisa acerca de las tendencias de moda y las inclinaciones de los
clientes.

No solo mejorara la toma de decisiones, sino que la introduccion de este
sistema también generara efectos positivos en la eficiencia de la cadena de
suministro de la empresa. Desde la obtencibn de materias primas hasta la
distribucion de productos finales, la coordinacion se volvera mas eficaz, lo que
conducira a una mejor utilizacién de los recursos y una disminucion de los gastos
operativos.

No solo se potenciara la toma de decisiones, sino que la implementacion
de este sistema también acarreara impactos positivos en la eficiencia del
inventario de la empresa. Desde la adquisicibn de materias primas hasta la

distribucion de productos finales, la coordinacion se optimizard, resultando en
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una utilizaciobn mas efectiva de los recursos y una reduccion de los costos

operativos.

Esto no solo es una ventaja estratégica en términos de imagen de marca,

sino que también puede generar ahorros a largo plazo.

1.3. Delimitacion temporal y espacial del trabajo

1.3.1 Temporal

El trabajo de investigacion tendra 3 meses y medio de duracion

entre el periodo del 12 de abril 2023 y finalizara el 25 de julio del 2023

1.2.2 Espacial

La ejecucion de la investigacion para este proyecto se realizo en la

sede de la empresa R&D Corporaciones, situada en la Av. Los Eucaliptos

N° 719, altura de Los Ficus, en el distrito de Santa Anita, Lima.

Figura 2
Ubicacion de la empresa R&D Corporacion
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Fuente 2: R&D Corporacion 2023

1.4. Objetivos
1.3.1 Objetivo General

S
00®
e
8

Av Los Eucaliptos 719,
Santa Anita, 15008,

Provincia de Lima

!
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B2023 TomTs

Implementacion de un Sistema Inteligente basado en redes

neuronales artificial para prever las tendencias en la industria de la

moda de la empresa R&D Corporaciones.
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1.3.2 Objetivo Especifico

Disefiar un modelo de redes neuronales adecuado para prever
tendencias de moda basado en los datos recopilados.
Entrenar un modelo de redes neuronales adecuado para prever
tendencias de moda basado en los datos recopilados.
Evaluar el impacto del sistema en las decisiones comerciales y la

rentabilidad de R&D Corporaciones.
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CAPITULO Il

MARCO TEORICO

2.1. Antecedentes de la Investigacion

2.1.1. Antecedentes Internacionales.

- Padilla y Bonifaz (2021), autores de la tesis titulada

“‘Desarrollo de un sistema de recomendacion inteligente para
seleccion de prendas utilizando analisis de imagenes con redes
neuronales.”
Surgio la necesidad de desarrollar un sistema que optimizara la
seleccion de productos de moda para los usuarios. Este sistema
no solo mejoraria la eleccion de prendas de moda al
proporcionar una experiencia personalizada que simplifica la
seleccidn, sino que también contribuiria a reducir los costos de
produccion de las temporadas.

La solucion propuesta consisti6 en un sistema de
recomendacion de moda basado en las preferencias del usuario.
Se llevaron a cabo dos fases para evaluar su capacidad de
adaptacion. En la primera fase, se creé una memoria a corto
plazo que se actualiza constantemente a partir de las
interacciones del usuario. La segunda fase generé una memoria
a largo plazo utilizando una Red Neuronal Profunda. El sistema
de recomendacion se dividio en tres fases: Generacion de Bases
de Datos, Clasificacion de Modelos y Perfilado Implicito.

Los experimentos basados en la interaccion con el
usuario demostraron que el sistema es capaz de adaptarse al
sugerir conjuntos similares a las selecciones anteriores y
ajustarse a las preferencias del usuario durante las interacciones
hombre-maquina. Cumple asi con los requisitos necesarios para
predecir las preferencias del cliente. El desarrollo del sistema
incorpora recomendaciones que aprovechan tanto memorias a
corto como a largo plazo para mejorar la experiencia del usuario.

- Laura (2020), autor de la tesis titulada “Modelo
predictivo de demanda basado en redes neuronales para

aprovisionamiento en empresas textiles” En la actualidad, se ha
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observado que las empresas emplean andlisis estadisticos de
ventas con el fin de anticipar la demanda futura, pero estos
analisis suelen ser inexactos debido a la falta de consideracion
de factores externos y al uso de métodos estadisticos
convencionales. Tomaban decisiones basadas en su intuicion y
experiencia en lugar de emplear modelos de prediccion
avanzados. Estas dificultades resultaban en una planificacion
deficiente de la adquisicion de materias primas, lo que generaba
costos adicionales debido a compras excesivas Yy
almacenamiento innecesario, ademas de pérdida de ventas por
falta de suministros disponibles. Por lo tanto, decidieron
desarrollar un modelo predictivo de demanda que se basara en
una red neuronal artificial para mejorar la gestion de suministros
en empresas del sector textil. Su objetivo principal consistia en
crear y entrenar una red neuronal artificial utilizando variables
clave que influyen en la demanda en el contexto de empresas
textiles, con el propdsito de lograr un rendimiento adecuado que
permitiera la implementacién de esta red en el proceso de
aprovisionamiento de materiales en empresas textiles. La
intencion era determinar si las redes neuronales artificiales son
una técnica fiable para la prediccion y si pueden ser adoptadas
de manera efectiva por empresas textiles nacionales. Ademas,
se pretende evaluar si los resultados generados por esta red
neuronal mejoran el proceso de aprovisionamiento de textiles de
manera efectiva. Este modelo pudo utilizarse directamente para
simplificar el proceso de prondstico. Los resultados respaldan el
uso de redes neuronales artificiales como técnicas fiables para
el prondstico en empresas textiles y se ha desarrollado un
software de prediccion basado en esta técnica.

- Chuquimia (2019), autor de la tesis titulada
“‘modelacion de redes neuronales para la toma de decisiones de
impacto economico, caso de estudio: sector productivo
oleaginoso”, donde vieron sobre la necesidad de utilizar modelos

sofisticados para tomar decisiones que reduzcan el riesgo en los
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prondsticos, especialmente en situaciones en las que diferentes
sistemas interactian de manera compleja. Se enfoca en
sectores que impulsan la economia y utiliza la matriz de Leontief
para identificar sectores estratégicos e independientes.

El analisis se realiza desde la perspectiva de oferta y
demanda, considerando coOmo ciertos sectores influyen en otros,
debido a la cantidad de insumos que utilizan. Esto se conoce
como encadenamientos hacia atras o hacia adelante. Los
coeficientes tecnolégicos de demanda y oferta se utilizan para
calcular estadisticas de encadenamiento, lo que ayuda a
clasificar actividades econOmicas en sectores clave,
estratégicos, independientes e impulsadores.

La investigacion se realizd0 mediante un enfoque
descriptivo con el objetivo de caracterizar un fenémeno de
arbitrariedad presente en los datos analizados. EI método de
investigacion que aplicaron es el experimental, que se considera
el mas complejo y efectivo en términos de métodos empiricos.

El disefio de la investigacion fue causal comparativa, que
tiene como objetivo descubrir cdmo y por qué ocurre un
fendmeno al comparar similitudes y diferencias entre diferentes
fendmenos. Llegando a la conclusién que la investigacion
permitié a las empresas dedicadas a la produccidén de aceites
vegetales, desarrollar estrategias a corto plazo con un alto nivel
de confianza del 93%, para hacer frente a cambios en la
productividad de los cultivos de soya, fluctuaciones en los
precios de exportacion, ajustes en los precios locales y

dinAmicas comerciales.

2.1.2. Antecedentes Nacionales.
- Cotacallapa (2022), autor de la tesis titulada “Redes

neuronales convolucionales para datos composicionales: Una
aplicacién a la industria de la moda”, Sus clientes experimentaban

dificultades al comprar prendas de vestir en linea, especificamente
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relacionadas con la eleccidén de tallas. Segun la directora de la
empresa, en afos anteriores, se enfrentaron a devoluciones de
mas de 60 millones de ddlares debido a errores en la seleccion de
tallas por parte de los consumidores. La solucion propuesta abordo
la determinacién de tallas de prendas de vestir mediante el
desarrollo de wun modelo tedrico de redes neuronales
convolucionales. Este modelo, disefiado para identificar la talla
adecuada a partir de imagenes de la silueta de una persona, utilizo
veinte puntos de referencia visuales clave, como la cintura y las
mangas. Se logré una precision del 98.6% en la prediccion de tallas
utilizando modelos como Ridge, SVR, Random Forest y Gradient
Boosting, con pixeles de imagen como variables independientes.
Aunque los resultados fueron prometedores, con un conjunto de
datos de entrenamiento de alrededor de 25 mil imagenes y 4 mil
para pruebas, se sefialo la posibilidad de mejorar la calidad de la
prediccion con un conjunto de datos mas extenso. Ademas, las
pruebas con imagenes originales de vestidos no cumplieron
expectativas debido a la falta de informacién sobre el tamafio real
de las prendas en las imagenes originales.

- Carrion (2018), autor de la tesis pregrado titulado “Aplicacion
de redes neuronales artificiales para la prediccion de la
recuperacion de planta concentradora en Minsur s.a. — unidad san
Rafael”’, en el cual la mejora y optimizacion de los procesos en la
extraccion de minerales se volvieron cada vez mas cruciales debido
a la necesidad de abordar la escasez cuantitativa (tonelaje) y
cualitativa (bajas leyes) de minerales. Con el objetivo de lograr
recuperaciones oOptimas al final de cada turno, se implementaron
técnicas mejoradas. Durante el entrenamiento de las Redes
Neuronales Artificiales (RNA) con datos histéricos, se realizaron
cuatro pruebas, y en la ultima, los resultados fueron adecuados y
confiables, sin errores notables. En comparacion, los métodos
estadisticos de regresion lineal presentaron errores inmodificables

una vez obtenidos, a diferencia de las RNA, que permiten reducir
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2.2.

los errores, si es necesario, mediante iteraciones adicionales
durante el entrenamiento.

- Cantuta y Roncal (2020), autores de la tesis titulada “Redes
neuronales recurrentes para la prediccion de casos por Covid-19
usando datos abiertos en el Peru, 2020”, Emplearon un sistema de
inteligencia para pronosticar casos de COVID-19 utilizando datos
disponibles en Per( durante el afio 2020. Con el propdésito de
mejorar la precision del modelo predictivo, se aplicé un método que
evalud diversas arquitecturas y seleccion6 aquella que ofrecia la
prediccion con el error cuadratico medio mas bajo (RMSE). Los
resultados revelaron que, en la mayoria de los casos, las
arquitecturas hibridas superaron a las no hibridas al proporcionar
un RMSE més bajo. El proyecto se desarrollé utilizando la
metodologia SCRUM. Se observé un aumento promedio en la tasa
de mortalidad de COVID-19 por cada 10,000 habitantes entre los
datos recopilados y las predicciones, asi como una variacion media
del 0.03% en la tasa de letalidad. Concluyeron que el uso de redes
neuronales recurrentes (RNN) hibridas permiti6 obtener
predicciones cercanas a la realidad para casos confirmados y
fallecidos, a pesar de la limitada cantidad de datos de

entrenamiento.

Bases tedricas:

2.2.1 Sistema inteligente
Segun el autor, (Montemayor,2013), los sistemas inteligentes son

un concepto amplio que se refiere a sistemas o dispositivos que pueden
aprender, adaptarse y tomar decisiones autbnomas basadas en datos y
experiencias previas. Estos sistemas utilizan técnicas de inteligencia
artificial, como el aprendizaje automatico y el procesamiento del lenguaje
natural, para realizar tareas que normalmente requeririan la intervencion
humana. Se muestra algunos aspectos clave del concepto de sistemas
inteligentes:

- Aprendizaje automatico: Los sistemas inteligentes pueden

aprender de datos y experiencias previas para mejorar su desempefio en
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tareas especificas. Esto implica la capacidad de reconocer patrones,
tomar decisiones y adaptarse a situaciones cambiantes.

- Toma de decisiones autonomas: Estos sistemas tienen la
capacidad de tomar decisiones sin intervencion humana directa. Pueden
evaluar informacion y tomar medidas en funcion de sus algoritmos y
modelos internos.

- Adaptabilidad: Los sistemas inteligentes pueden adaptarse
a nuevas circunstancias y entornos. Pueden ajustar sus comportamientos
y decisiones a medida que cambian las condiciones.

- Procesamiento de datos complejos: Los sistemas
inteligentes pueden manejar grandes cantidades de datos y realizar
andlisis avanzados para extraer informacion valiosa. Esto incluye la
capacidad de procesar datos no estructurados, como texto, imagenes y
VOZ.

- Interaccion con humanos: Muchos sistemas inteligentes
estan diseflados para interactuar con humanos de manera natural. Esto
puede incluir chatbots, asistentes virtuales y sistemas de recomendacion
personalizados.

- Aplicaciones diversas: Los sistemas inteligentes se utilizan
en una amplia variedad de campos, desde la medicina y la atencion al
cliente hasta la conduccion autonoma, la automatizacion industrial y la
gestion de datos.

- Mejora continua: Estos sistemas tienen la capacidad de
mejorar con el tiempo a medida que acumulan mas datos y experiencias.
El aprendizaje constante es una caracteristica importante de los sistemas
inteligentes.

Asi mismo estan presentes en una variedad de aplicaciones y
campos. Aqui tienes algunos ejemplos de sistemas inteligentes

e Asistentes de voz

e Reconocimiento de voz y texto
e Recomendacion de contenido:
e Vehiculos autbnomos:

e Deteccion de fraudes:
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e Diagnéstico médico:

e Robdtica avanzada:

e Reconocimiento de imagenes:

e Predicciones a hechos

e Traduccion automética

e Monitorizacion del hogar inteligente, entre otros
e Método de prondsticos.

Segun el autor, (Montemayor, 2013), Los métodos de prondstico
buscan prever el valor futuro de una variable para reducir la incertidumbre
en la toma de decisiones. Su utilidad radica en que el costo de realizar
estos prondésticos sea inferior a los beneficios obtenidos al tomar
decisiones con mayor certeza.

Existen dos categorias de métodos de prondstico: cualitativos y
cuantitativos. Los métodos cualitativos dependen de opiniones de
expertos y se utilizan cuando no hay datos histéricos disponibles. Por otro
lado, los métodos cuantitativos, preferidos cuando se tienen datos
histéricos, emplean enfoques matematicos y estadisticos para ofrecer

pronésticos respaldados por evidencia objetiva (Montemayor, 2013).

2.2.1.1. Caracteristicas del prondstico
Segun (Montemayor, 2013) Pronosticar implica hacer

predicciones sobre el valor futuro de una variable, basandose en
datos histéricos, la opinién de expertos o una combinacion de ambos.

Los prondsticos son herramientas valiosas para la toma de
decisiones, ya que contribuyen a reducir la incertidumbre sobre
eventos futuros. Sin embargo, su utilidad depende de que los
beneficios de tomar decisiones informadas superen los costos de
realizar el prondstico. Cuando se realizan prondsticos, es crucial tener
en cuenta factores como el tiempo, la incertidumbre y la confianza en
los datos historicos.

En ausencia de datos historicos, se puede recurrir al juicio de
expertos, pero es esencial evitar sesgos y mantener un enfoque
objetivo. Cuando se disponga de datos histéricos, se recomienda
utilizar meétodos cuantitativos para generar pronosticos objetivos,
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aungue aun se puede considerar el aporte de expertos, especialmente

cuando los datos son limitados o el pasado no es un buen indicador

del futuro.

Figura 3

Elementos presentes al pronosticar

2.2.1.2

Elementos
presentes al
pronosticar

Incertidumbre

Confianzalenilos
datosihistonicos

Fuente 3: (autor Montemayor)
Métodos de prondsticos cualitativos

2.2.1.2.1 Prong@stico visionario

Segun (Montemayor, 2013), estos prondsticos se basan
en la informacién disponible o0 en la experiencia personal. Por
ejemplo, cualquiera puede predecir la temperatura en su ciudad
al dia siguiente. Sin embargo, hacer prondésticos sobre temas mas
complejos, como el precio futuro de acciones de una empresa, es
mas dificil y generalmente se basa en la experiencia y la

reputacion de un experto en ese campo.

2.2.1.2.2. Analogia histérica
Segun (Montemayor, 2013), se enfatiza la utilidad de la

experiencia pasada como referencia para pronosticar el
rendimiento en un nuevo mercado similar. Por ejemplo, si una
empresa tuvo éxito al introducir una marca de panecillos de fresa

en una ciudad, puede usar esa experiencia y el conocimiento
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2.2.1.2.

acumulado para prever las ventas en un nuevo mercado con

caracteristicas comparables.

2.2.1.2.3. Consenso de un panel
Segun (Montemayor, 2013), este enfoque de

pronéstico se fundamenta en la colaboracién de un conjunto de
expertos para llegar a un consenso, lo que puede ser beneficioso,
pero también susceptible a sesgos. Para aplicarlo, es necesario
reunir a estos expertos y analizar la situacion, llegando a un
consenso sobre los valores futuros de las variables a predecir. La
ventaja de este enfoque es que se aprovecha la diversidad de
perspectivas de los expertos, o que conduce a prondsticos mas

precisos.

2.2.1.2.4. Método Delphi
Segun (Montemayor, 2013), se presenta como una

opcion al método de consenso de panel, donde un grupo de
expertos emite pronésticos de manera anénima y sin interaccion
mutua. Este procedimiento consta de multiples etapas iterativas
con el objetivo de reducir la variabilidad en los pronésticos y

alcanzar un consenso.

En la primera etapa, los expertos envian sus
prondsticos al moderador, quien realiza un andlisis estadistico y
comparte los resultados clave con el grupo. En la segunda etapa,
los expertos ajustan sus prondsticos segun esta retroalimentacion
y los reenvian al moderador para analisis adicional. Este proceso
iterativo se repite para reducir la variabilidad en los prondsticos y

lograr un consenso.

Métodos de prondésticos cuantitativos

2.2.3.1. Métodos de suavizacion
Segun (Montemayor, 2013), los métodos de suavizacion

son técnicas empleadas para prever valores futuros de una
variable de interés basandose en los patrones histéricos de la
serie. Estos métodos parten de la premisa de que el valor futuro

de la variable en el periodo t+1 se ve afectado por los valores de
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la serie en el periodo actual (t), el periodo anterior (t-1) y periodos
previos.

La formula general que subyace a estos métodos es:
Yrpi=f(r+ Yoo+ Yrp+Yr_3..)

Segun (Montemayor, 2013), resulta fundamental
identificar el patrén presente en la serie, que puede ser horizontal
(estacionario), de tendencia, ciclico, estacional o incluir
variaciones irregulares (aleatorias). Los métodos de suavizacién
se clasifican en diferentes categorias segun el patron particular de
la serie:

e Para el patron horizontal (estacionario):

e Promedio movil simple.

e Promedio movil de k periodos.

e Suavizacion exponencial simple.

e Para el patréon de tendencia:

e Promedio mévil doble.

e Suavizacion exponencial doble: Método de Brown.
e Suavizacion exponencial doble: Método de Holt.

e Para el patrén estacional:

e Suavizacion exponencial triple:

2.2.3.2. Método de Winters.
Segun (Montemayor, 2013), estos métodos de

suavizacion son herramientas valiosas para pronosticar variables
en funcién de los patrones observados en los datos histéricos.
Cada método se selecciona en funcion del tipo de patron presente

en la serie de datos.

2.2.2. Redes Neuronales Artificiales

Segun (Oliveira Colabone y colaboradores, 2015), sostienen que

estas redes se entrenan utilizando entradas derivadas de situaciones

tanto externas como internas del sistema, las cuales son ponderadas por

coeficientes asignados de manera aleatoria.

En relacion con este tema, Callejas y colaboradores (2013),

sostienen que las RNA se inspiran en el procesamiento de informacion del
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sistema nervioso bioldgico, imitando asi el comportamiento cerebral. Por
otro lado, Molino (2014) destaca que estas redes tienen la capacidad de
resolver funciones altamente no lineales en periodos cortos, ya que
aprenden de datos dificiles de expresar mateméticamente. En
consecuencia, se considera que estas redes son herramientas altamente
eficaces para el andlisis de sefales y la modelacion de sistemas.

Esteban (2009) sefiala que las redes neuronales artificiales son
programas informaticos disefiados para replicar el funcionamiento de las
neuronas biolégicas. Estas redes, construidas con mdltiples elementos
interconectados, tienen una organizacion jerarquica que les permite
interactuar con su entorno. En esencia, son sistemas informéticos que
procesan informacion en respuesta a estimulos externos.

Es importante resaltar que las Redes Neuronales Atrtificiales son
una herramienta versatil para abordar problemas, ya sea de manera
independiente 0 en conjunto con otros enfoques, especialmente en
situaciones donde la disponibilidad de datos supera el conocimiento
preexistente. Estas redes encuentran aplicaciones en diversas disciplinas,
como neurociencias, matematicas, estadisticas, fisica, ciencias de la
computacion e ingenieria. Se emplean en diversos campos, como
modelado, analisis de series temporales, reconocimiento de patrones,
procesamiento de sefiales y control. La caracteristica clave de las redes
neuronales es su capacidad para aprender de los datos de entrada, ya
sea con o sin la orientacion de un experto, segun lo mencionado por
Simon (1999).
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Figura 4

Comparacion de una Neurona Bioldgica y una Artificial

Neurona real

(a)
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Fuente (autor Alarcon; 2021)

2.2.2.1. Estructura basica de una Red Neuronal Artificial

La composiciéon de una red neuronal incluye diversas partes, entre

ellas el axdn que representa la salida de la neurona. Este se conecta con

las dendritas, que desempefan el papel de entradas, mediante las

sinapsis. Vale la pena resaltar que, durante el proceso de aprendizaje de

la red neuronal, estas sinapsis pueden experimentar modificaciones.

Figura 5
Red Neuronal Artificial

Direction message travels

Nucleus So Axon terminals
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(cell body)
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Fuente: (Lexly Vanessa Sosa Jerez y Laura Camila Zamora Alvarado, 2022)
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2222 Tipos de Redes Neuronales Artificiales

22221 Adaline y madaline
Desarrollados por Bernand Widrows y Marcian Hoff, (Universidad

de Stanford). Adaline, cuyo nombre significa "Elemento Lineal
Adaptativo", fue disefiado para reconocer patrones binarios. Su operacion
se basa en la suma de los pesos de las entradas para generar una salida
de 0 0 1, dependiendo de si supera un umbral especifico. La importancia
de Adaline radica en que sirve como base para la construccion de redes
neuronales mas avanzadas.

Multiples unidades Adaline se organizan en capas para formar
arquitecturas mas complejas, dando lugar a una red llamada Madaline,
gue significa "Elemento Lineal Adaptativo Mdltiple". Madaline, una de las
primeras redes neuronales multicapa con elementos adaptables, se
compone de dos o mas unidades Adaline. Originalmente utilizada como
un filtro para eliminar el eco en lineas telefénicas, Madaline fue
desarrollada posteriormente a Adaline para abordar problemas mas

complejos que no son linealmente separables.

2.2.2.2.2 Red Backpropagation
De acuerdo con Cruz Beltran (2008), este tipo de red, establecido

en 1986, se basa en el aprendizaje de la asociacion de patrones. El
proceso de retro propagacion tiene la capacidad de generalizar
comportamientos al utilizar un conjunto de muestras seleccionadas como
patrones de entrenamiento. Esta caracteristica lo hace similar al
funcionamiento del cerebro humano, lo que implica que la red debe pasar
por una fase de aprendizaje. En otras palabras, esta red necesita
identificar una funcion de comportamiento que se ajuste a los valores

muestreados y al comportamiento del sistema, minimizando el error.

2.2.2.2.3 Perceptron multicapa
De acuerdo a la investigacion realizada por Barbosa y Monzon

(2001), el perceptron consta de un conjunto de neuronas que se
comunican mediante el envio de sefiales entre ellas. Aunque posee un
conjunto de conexiones bien desarrollado, su capacidad para reconocer

caracteres complejos es limitada.
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En cuanto al perceptrén multicapa, presenta ciertos aspectos de

relevancia que se describen a continuacion:

- El perceptron se compone de unidades de procesamiento,
semejantes a células o neuronas.

- Cada unidad de procesamiento posee un estado de activacion
que influye en la salida de la neurona.

- Conexiones entre las neuronas existen, y cada conexién tiene
un peso que determina el impacto de la sefal en la neurona
receptora.

- El proceso de propagacion, regido por una regla especifica,
establece la entrada efectiva de una neurona a partir de las
entradas externas.

- Elsistema del perceptron funciona en un entorno que suministra

las sefiales de entrada con las que la neurona realiza su trabajo.

Figura 6

Estructura del Perceptron Multicapa
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Capa de Capas Capa de
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Fuente: (matich, 2001)
Antes de estudiar las redes neuronales, es esencial comprender el
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funcionamiento de las neuronas y su aplicacion en una red neuronal. Se
realiza una comparacion entre una neurona bioldgica y una artificial para

destacar las similitudes, como la presencia de entradas, pesos y salidas.

2.2.2.3 Funcién de activacion de una Red Neuronal Artificial
Segun (Matich, Universidad Tecnologica Nacional, 2001), la

funcidn de activacion desempeiia un papel crucial al calcular el nivel de

actividad de una neurona. Su tarea consiste en transformar la entrada
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global, que implica restar el umbral (Q), en un valor de activacion

tipicamente dentro del rango de 0 a 1 o de -1 a 1. Esta gama refleja la

capacidad de una neurona para estar completamente inactiva (0 o -1) o

activa (1). La funcién de activacion se obtiene a partir de la entrada global
(Gini) menos el umbral (Oi).

A continuacion, se detallan las funciones de activacion mas

frecuentemente utilizadas.

o Funciéon lineal: Produce una salida lineal que

depende de la entrada global dentro de un rango especifico. Por

encima o por debajo de ese rango, la salida es 1 o -1,

respectivamente.

Figura 7

Esquema de la funcion lineal

-, /
0

a = purelin(n)
a=n

Nota. (Francisco cubillos, 2007)
o Funcion sigmoidea: Genera valores de salida en el
rango de 0 a 1 y su pendiente puede ajustarse mediante un
pardmetro. A medida que se modifica este parametro, se

cambia la pendiente de la funcion.
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Figura 8

Esquema de la funcién sigmoidea

¥
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a = logsig(n)
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Nota: (Francisco cubillos, 2007)
o Funcién tangente hiperbdlica: Produce valores de

salida en el rango de -1 a 1, y al igual que la funcion sigmoidea,

la pendiente puede ajustarse variando un parametro.

Figura 9

Esquema de la Funcion tangente hiperbolica

a = tansig(n)
a=0 n<o
a=1 n=0

Nota: (Francisco cubillos, 2007)

La eleccion de estas funciones de activacion se realiza
considerando la naturaleza especifica del problema a abordar y se
comparan a menudo con la aceleracion de un automdévil, donde se
requiere mas potencia para acelerar tanto en velocidades bajas como
altas, y menos en el punto intermedio. (Stanislav Korotky, 2023)
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2224 Mecanismos de aprendizaje.

Segun (Francisco cubillos, 2007), en una red neuronal, los datos de
entrada se procesan para generar una salida deseada. Durante el proceso
de aprendizaje, la estructura de la red y las funciones de las neuronas
permanecen invariables, pero los pesos en las conexiones pueden
ajustarse en respuesta a la informacion de entrada. A diferencia de los
sistemas bioldgicos, en las redes neuronales artificiales, la creacion de
una nueva conexion se refleja en un peso distinto de cero, y una conexion
se considera destruida cuando su peso se ajusta a cero. El proceso de
aprendizaje implica la modificacién de los valores de los pesos en las
conexiones para incorporar nueva informacion.

Existen dos métodos de aprendizaje fundamentales que se pueden
identificar:

2.2.24.1 Aprendizaje supervisado.
Segun (Tang, 2014), En el aprendizaje supervisado, un agente

externo guiay controla el entrenamiento de la red neuronal, determinando
las respuestas deseadas a partir de entradas especificas.
Cuando la salida de la red no coincide con la respuesta esperada, se
ajustan los pesos de las conexiones para acercar la salida a la deseada,
corrigiendo y mejorando asi el rendimiento de la red. En el aprendizaje
supervisado, se emplean tres enfoques principales:

e Correccion de error.

En este método, se ajustan los pesos de las conexiones de la red
segun la discrepancia entre los valores deseados y los valores de salida
obtenidos. En otras palabras, los pesos se adaptan en funcion del error
cometido en la salida.

e Refuerzo.

Este método de aprendizaje supervisado es mas lento que el
anterior y se basa en la idea de no tener un ejemplo completo del
comportamiento deseado. Durante el entrenamiento, no se especifica de

manera exacta la salida esperada de la red para una entrada determinada.
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e Estocastico.
Este proceso consiste en realizar ajustes aleatorios en los pesos
de las conexiones de la red y evaluar cémo estos afectan el resultado

deseado, teniendo en cuenta distribuciones de probabilidad.

2.2.2.4.2 Aprendizaje no supervisado.
Segun (Flérez & Fernandez, 2008), Este método, también

denominado auto supervisado, opera sin intervencion externa para ajustar
sus conexiones neuronales. Estas redes no reciben retroalimentacion del
entorno que indique si sus respuestas a entradas son correctas. Su tarea
principal es descubrir patrones, regularidades o categorias en los datos
de entrada sin orientacién externa. La interpretacion de su salida puede
variar segun su estructura y algoritmo de aprendizaje, pudiendo

representar similitud, categorizacion o agrupamiento de la informacion.

2.2.3 Aplicaciones de las Redes Neuronales.
Existen diversas variedades de RN, cada una con su aplicacion

especifica. Cada tipo se adapta mejor a ciertas aplicaciones particulares.
Algunos ejemplos de aplicaciones comerciales incluyen:

e Medicina: (Alberto Delgado, Universidad Nacional de Colombia,
1999) aplicaron la red neuronal clasificadora para desarrollar un
diagndstico automéatico de reacciones alérgicas y pseudoalérgicas,
gue son clinicamente similares a las reacciones alérgicas, lo que
agrega complejidad al problema

e Economia: (Fernando Villada, Nicolas Mufioz y Edwin Garcia,
2012), para prever los precios de dos de las principales acciones
negociadas en el mercado de valores colombiano, se lleva a cabo
un estudio enfocado en las acciones de Ecopetrol y Preferencial
Bancolombia. Estas empresas cotizan tanto en las bolsas de
valores de Colombia como en la de Nueva York.

e Automotriz: (Departamento de la universidad de Malaga, 2018) se
aplico para resolver problemas de seguridad en automoviles, el
experto explica que se busco reproducir de forma artificial como
piensa la mente, para dirigir los movimientos utilizaron un namero
limitado de neuronas interconectadas, tomando inspiracién del

funcionamiento humano y emulando patrones naturales. La idea
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2.2.4

detras de estos modelos es imitar comportamientos naturales,
donde la naturaleza a menudo opera sin un proceso consciente,
como cuando se conduce un automovil.

Reconocimiento facial: Seguridad: (Felipe, Victor y Efrain,2016)
Reconocimiento facial mediante redes neuronales, en su estudio,
realizaron un analisis comparativo de varios algoritmos, incluyendo
Hopfield, Backpropagation y el Algoritmo PCA, concluyendo que la
Red Neuronal de Hopfield es la mas adecuada para el
reconocimiento facial. Esto se basé en su mayor porcentaje de
efectividad, alcanzando un 80%.

Metodologia

2.2.4.1 Metodologia de Kaastra'y Boyd
[I. Kaastra, M. Boyd y J. Ebeling, 1996] han presentado una

metodologia que describe un proceso para la fabricacion de un
modelo de RN destinado al prondstico temporal en el ambito
financiero y economico. En la elaboracién del modelo que se
abordara en este trabajo, se tomara como base este procedimiento,
enriqueciéndolo con aportes de investigaciones mas actuales. Este
enfoque se compone de una secuencia de 8 procesos o fases:

2.2.4.1.1. Fase 1: Seleccion de las variables
La elecciéon de la frecuencia de los datos esta condicionada

por los objetivos del investigador. Esto significa que, si el
investigador tiene un horizonte a largo plazo, optara por utilizar
datos anuales o mensuales. En cambio, si el enfoque es a corto

plazo, se recurrira a datos historicos (Kaastra 'y Boyd, 1996).

2.2.4.1.2 Fase 2: Recoleccién de los datos
La fuente de la data, deben provenir de un proveedor

confiable, ya que la falta de fiabilidad en la informacion podria
generar dificultades para que la red neuronal produzca con éxito una

solucion al problema (Kaastra & Boyd, 1996).

2.2.4.1.3 Fase 3: Preparacion de los datos.
Se refiere a la manipulacién de los datos en bruto de las

variables de entrada y salida con el objetivo principal de reducir el

ruido. Esto facilita que la red neuronal identifigue tendencias y
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patrones relevantes de manera mas efectiva, como sefialan Kaastra

y Boyd (1996).

A continuacion, se presentan algunas de las técnicas de

normalizacién utilizadas.
Figura 10

Tipos de normalizaciones
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2.2.4.1.4 Fase 4 Conjuntos de entrenamiento, pruebay

validacion.
Datos de Entrenamiento

Segun (Kaastra y Boyd, 1996), La coleccién de datos
empleada para llevar a cabo el proceso de entrenamiento.
Es el grupo mas extenso de datos que se utiliza para
capacitar a la RN, facilitandole la capacidad de reconocer y
aprender los patrones que existen en los datos.

Datos de Prueba

Segun (Kaastra & Boyd, 1996), se emplea para medir
la capacidad de generalizacién de la RN, es decir, su
habilidad para aplicar lo que ha aprendido a datos que no
formaron parte del proceso de entrenamiento.

Datos de Validacion
Segun (Kaastra & Boyd, 1996), cumple el propdésito

de evaluar el desempefio de una RN que fue previamente
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entrenada. Este conjunto se compone de los datos mas

recientes dentro del conjunto completo.

2.2.4.1.5 Fase 5: Aplicacion de los paradigmas de las
redes neuronales.
Segun [Fu, 1994], [Walczak, 1999] y [Widrow et al,

1994], las redes neuronales han evidenciado su eficacia en la
aproximacion de funciones y la identificacion de relaciones en
conjuntos de datos con comportamientos complejos.
Especificamente, el enfoque de retro propagacion ha
evidenciado su utilidad en la prediccion de variables de
naturaleza financiera.

a. Namero de Neuronas de Entrada.

Segun (Kaastra & Boyd, 1996), En cuanto al nimero de
neuronas de entrada, se realizaron varias pruebas para
encontrar el nUmero que mejor proporciono la estimacion

b. NOmero de Capaz Ocultas.

Segun [Fu, 1994], [Walczak, 1999] y [Widrow et al, 1994,
si se plantea la adicion de mas capas ocultas, es esencial
tener en cuenta que esto implicard un aumento en el tiempo
necesario para que nuestro procesador complete los calculos.

c. Numero de Neuronas Ocultas.

Segun (Alvaro Fernando, 2000), es posible comenzar
con 1 red que tenga 1 sola capa oculta minima (con una
neurona) y luego ir agregando neuronas a esta capa hasta
gue la reduccion del error ya no sea suficiente o no alcance
los objetivos deseados. Cuando esto sucede, se considera la
posibilidad de afiadir otra capa a la red.

También se puede optar por empezar afiadiendo capas
ocultas desde el principio. La eleccion de cual enfoque seguir
depende de la complejidad del problema y de la experiencia
del disefiador de la RNA.

d. Numero de Neuronas de Salida.

Segun (Kaastra & Boyd, 1996), depende del resultado

especifico que el investigador desea obtener. Por ejemplo, si
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se busca pronosticar un conjunto de tiempo en el futuro, sera
necesario contar con un nimero equivalente de neuronas de
salida al periodo de tiempo que se pretende pronosticar. En
cambio, si el objetivo es predecir Unicamente el mes siguiente,

bastara con una sola neurona de salida.

2.2.4.1.6 Fase 6: Criterios de evaluacion.
Segun (Kaastra & Boyd, 1996), su propésito es evaluar la

habilidad de generalizacion de una RNA, para lo cual se

recurre a funciones de error que sefialan la diferencia

porcentual entre las predicciones de la red y los datos reales
Las funciones de errores, son:

Figura 11

Funcién de errores
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2.2.4.1.7 Fase 7: Entrenamiento de la red neuronal.
Segun (Vidaurre, 2012), El entrenamiento de la red

neuronal se fundamenta en el descenso de gradiente
mediante el algoritmo de retro propagaciéon. El proceso de
entrenamiento concluye cuando se cumplen tres condiciones
cruciales: al superar el limite de iteraciones establecido para
las épocas, al alcanzar el Error Cuadratico Medio (ECM)

definido como objetivo, o al experimentar un aumento
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2.3

sostenido del error promedio de la funcién de evaluacion
durante un namero especifico de iteraciones (requiriendo la
existencia de un conjunto de validacion). En cada uno de
estos casos, los pesos y sesgos resultantes son aquellos que
minimizan el error medido por la funcién de evaluacion
e Namero de Iteraciones (Epocas) Entrenamiento

Segun (Vidaurre, 2012), a veces, aumentar el nimero de
iteraciones en el proceso de entrenamiento puede disminuir
el error durante el entrenamiento, aunque esto no asegura
necesariamente que se alcanzara el error mas bajo en el
conjunto de prueba.
e Tasade Aprendizaje y Momento

La tasa de aprendizaje, segun (Vidaurre, 2012), es una
constante que regula el tamafo de los ajustes de los pesos
en una red neuronal, influyendo en la reduccién del error. Para
acelerar el entrenamiento sin generar oscilaciones, se puede
usar un término de momento en la regla de retro propagacion,
controlando cédmo los cambios pasados en los pesos afectan
los cambios actuales y contribuyendo a la estabilidad y

eficiencia del proceso de entrenamiento.

2.2.4.1.8 Fase 8: Implementacion.
Se procede a implementar el modelo utilizando la técnica

de RNA. Aplicando a los datos que deseamos analizar en la
investigacion

Asi mismo se hace uso del software para la
implementacion del modelo

Definicidn de términos basicos:

2.3.1. Aprendizaje
Segun (Palmer y Montalvo, 1999), cualquier proceso de

aprendizaje implica realizar ajustes en estas conexiones. El aprendizaje
en una red neuronal implica ajustar los pesos en respuesta a un conjunto
de ejemplos llamado conjunto de entrenamiento. Existen diversas reglas
de aprendizaje, algoritmos matematicos, que modifican los pesos para

gue la red aprenda a resolver problemas especificos. Estas reglas se
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dividen principalmente en aprendizaje supervisado, donde se
proporcionan ejemplos con salidas deseadas, y aprendizaje no
supervisado, donde la red se adapta a patrones sin salidas especificas

predefinidas.

2.3.2. Backpropagation

Segun (McCord Nelson e lllingworth, 1991), es un método
computacional utilizado en algoritmos disefiados para entrenar el
funcionamiento de redes neuronales artificiales. En términos generales,
las RNA buscan imitar la funcion de las redes de neuronas bioldgicas. Al
igual que en el ser humano, donde las neuronas estan interconectadas,
en las redes neuronales artificiales, se produce un fenébmeno similar: las
neuronas artificiales se conectan y organizan en diferentes niveles
conocidos como capas. Estas neuronas o nodos reciben datos desde
fuentes externas o de otras neuronas, los procesan y generan valores de
salida que se transmiten a otras neuronas o se entregan como resultados
fuera de la red. Este proceso de retro propagacion de errores se emplea
para ajustar los pesos de las conexiones entre las neuronas durante el
entrenamiento de la red, permitiendo que la red neuronal aprenda y

mejore su capacidad para realizar tareas especificas.

2.3.3. Prediccion

Segun (Palmer y Montalvo 1999), capacidad de estimar o anticipar
un evento futuro o un resultado en funcién de informacién disponible en el
presente y en el pasado. Implica el uso de datos historicos o actuales, asi
como de modelos matematicos, estadisticos o algoritmicos para hacer
proyecciones sobre como se desarrollar4 una situacion o evento en el
futuro. La prediccidbn desempefia un papel fundamental en diversas
disciplinas, abarcando desde la meteorologia y la economia hasta la
inteligencia artificial y la toma estratégica de decisiones en el dmbito
empresarial.
2.3.4. Redes Neuronales de tipo biolégico

A pesar de que las neuronas biologicas tienen tiempos de
respuesta significativamente mas lentos en comparacion con las

computadoras actuales, poseen una conectividad que supera en miles de
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veces a la de las neuronas artificiales. El propdsito principal de las RN de
tipo bioldgico es realizar operaciones relacionadas con la sintesis y
procesamiento de informacion, inspirdndose en los sistemas biolégicos
(Diazaraque, 2012).

La interaccibn exacta entre dos neuronas no se comprende
completamente y varia segun el tipo especifico de cada neurona. En
términos generales, una neurona transmite su sefal de salida a otras a
través de su axon, transfiriendo informacion mediante diferencias de
potencial eléctrico (Diazaraque, 2012).

Figura 12

Esquema de una neurona

04

Win
Nota. (diazaraque, 2012)

2.3.5 Redes Neuronales Artificiales (ANN)
Son sistemas de procesamiento de informacion inspirados en las

redes neuronales biolégicas, pero con caracteristicas especificas que las
hacen utiles en diversas aplicaciones, como el aprendizaje automatico y
la inteligencia artificial (Marin, Madrid 2012).

Caracteristicas principales de las ANN:

o Auto-Organizacién y Adaptabilidad: Estas redes
neuronales emplean algoritmos de aprendizaje adaptativo vy
autoorganizacion.

o Procesamiento no Lineal: Las ANN pueden realizar un
procesamiento no lineal, lo que aumenta su capacidad para aproximar

funciones y clasificar patrones.
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o Procesamiento Paralelo: Por lo general, cuentan con un
gran numero de nodos de procesamiento que estan altamente

interconectados.
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CAPITULO Il
.  DESARROLLO DEL TRABAJO PROFESIONAL

3.1 Determinacion y Analisis del Problema
La empresa R&D Corporacién, se dedica a la produccion y venta de

productos relacionados a la moda para mujer, cuenta con un sistema de venta
alojada en la nube, pero no tienen una herramienta que les pueda ayudar a
planificar que modelos lanzar al mercado y asi evitar presentar perdidas y
ademas de tener mas control con el inventario.

Se realiz6 consultas al representante del area de produccion donde se
identificoO algunos requerimientos que nos serviran para el futuro analisis al
momento de realizar la configuracion del sistema inteligente con las redes
neuronales artificiales.

Se muestra las ventas realizadas desde el periodo del 22/10/2018 —
31/07/2023, visualizando el tipo de prendas y cantidades vendidas por mes.
Tabla 1

Ventas anuales por prenda R&D Corporacion.

Tipo de
prenda . .
ARD Blusa Carteras Casacas Chompa Pantaldn Saco Short Vestido
2018 1795 59 957 604 11 1042
2019 9405 198 12 5755 4575 81 3606
2020 6571 142 189 2620 1943 104 1537
2021 8938 338 1103 1038 5264 5064 436 1870
2022 13107 221 2172 430 7453 7381 887 1830
2023 7892 1076 56 3873 2812 767 1110
Total general 47708 958 4540 1536 25922 22379 2286 10995

3.2. Aplicacion de modelo de solucion
La metodologia que se aplico para realizar este trabajo profesional se
fundament6 en el estudio que se llevé a cabo por Kaastra y Boyd (1995),

enfocados a las 8 fases o0 procesos.

3.2.1 Proceso 1: Seleccién de las variables
La eleccidn de la variable para este trabajo de investigacion a predecir, en

relacion con los ocho tipos de prendas vendidas por un rango de tiempo, es decir,
sera de tipo cuantitativa, ya que representa la cantidad de ventas en todas las
tiendas de la empresa R&D Corporacion.
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3.2.2 Proceso 2: Recoleccion de los datos
Los datos de recoleccién fueron descargadas del programa de venta

“bsale” que cuenta la empresa almacenada en la nube, analizadas desde el

periodo del mes de octubre del 2018 a julio 2023 de lima metropolitana, Peru.

3.2.3 Proceso 3: Preparacion de los datos
Para tener un rendimiento 6ptimo en el modelo de la red neuronal

artificial, se realizdé agrupar los datos en 8 diferentes tipos de prenda (blusas,
carteras, casacas, chompas, pantalones, sacos, shorts y vestidos) ventas por

mes, y se aplico la formula de estandarizacion de maximo y minimo

3.2.4 Proceso 4: Conjunto de entrenamiento, pruebay validacion
Se realiza la particion de todos los datos recopilados en tres fases.

Datos de entrenamiento. Los datos de entrenamiento
representado fueron de 58 meses del total de registros obtenidos,
esto corresponde a la cantidad de 5 afios aproximadamente
Datos de prueba. El conjunto de datos de prueba comprende
aproximadamente el 20% del total de registros de venta en el
sistema

Datos de validacion. El conjunto de datos de validacion,
comprende los datos més recientes, es decir, datos del presente
afo, representado al 17% del total de Registros utilizados para el

entrenamiento, equivalentes a 7 meses.

3.2.5 Proceso 5: Aplicaciéon de los paradigmas de las redes
neuronales.
Se define la arquitectura de la red neuronal artificial para nuestra

investigacion, determinando el tamafio de la capa de entrada, la
configuracion de las capas ocultas, la cantidad de neuronas en estas
capas, asi como en la capa de salida, y la eleccion de la funcion de

activacion que se utilizara
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NUumero de Neuronas de Entrada

Figura 13

Secuencia de tiempo

T Tiv1 Tite Tiva

En la figura 13, se visualiza los datos Ti, Ti+l, Ti+2
representadas en 3 neuronas en las capas de entrada, en el cual
podremos pronosticar los préximos resultados por mes a futuro que
esta representada por la capa de salida Ti+3.

Numero de capas ocultas

En la cantidad de capas ocultas, se analizaron con 3 capas
ocultas, debido a que su analisis fue mas preciso en relacién con
las cantidades de datos por analizar
Numero de Neuronas de la capa oculta

El nUmero de neuronas en la capa oculta son la siguiente:
En la Primera capa tiene 16 neuronas y con funcién de activacion
ReLu.

En la Segunda capa tiene 16 neuronas y con funcién RelLu
y en la tercera capa tiene 1 neurona y con funcién de activacion
lineal, logrando asi un buen prondstico en la red neuronal
Numero de Neuronas de Salida

Se eligid utilizar una Unica neurona en la capa de salida
porque es adecuado para la tarea de prondstico necesaria en este
modelo.
Funcion de Transferencia

La funcién de activacion, como se menciona anteriormente en
el nimero de neuronas ocultas, fue la funcion de Activacion ReLu

y lineal.
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3.2.6 Proceso 6: Criterio de evaluacion
En la evaluacién del criterio, se aplico la evaluaciéon de error

cuadratico medio para el estudio del modelo de la RNA.

3.2.7 Proceso 7: Entrenamiento de la RNA
Durante esta fase, se examinan el nUmero de iteraciones y la tasa de
aprendizaje para analizar y reducir al minimo la funcién de error.
Numero de Iteraciones
El nimero de iteraciones que se analizaron fueron de 1000 iteraciones,
debido a que se observé mejor los resultados en el entrenamiento de los
datos a evaluar, proporcion6 mejores ajustes y la funcion de errores fue
minima.
Razén de Aprendizaje
Se establecio la métrica de evaluacién igual a “mean_absolute_error’ y
se definio el momento con una cantidad de optimizer="adam'’ (se utiliza para
ajustar los pesos de la red durante el proceso de aprendizaje), como
consecuencia se obtuvo en buenos resultados.
3.2.8 Proceso 4: Implementacion
Y como ultimo proceso se incluyé el uso de las siguientes
herramientas y bibliotecas para la construccion del modelo de la red
neuronal artificial:
e Google Colab
e Librerias Numpy, Keras, numpy

e Python

Figura 14
Colab Google, Python, Libreria, Keras, Panda, Numpy

Google
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M

[’andas

python

. Colab: Es una plataforma en linea gratuita de Google que permite
escribir y ejecutar codigo Python en la nube, ademas de la inclusién de
contenido enriquecido. Ofrece la capacidad de configurar recursos
computacionales segun las necesidades y facilita tareas complejas.
También promueve la colaboracion al permitir compartir cédigos entre
equipos de trabajo. (G. L. Baume, 2021)

e Python: Es un lenguaje de programacion de alto nivel ampliamente
utilizado, conocido por su simplicidad. Es versatil, soporta multiples
paradigmas de programacion. Python es especialmente apreciado en
areas como la ciencia de datos, desarrollo web y automatizacién. (Guido
van Rossum, 2015)

e Keras: Biblioteca de cédigo abierto en Python para el desarrollo de
redes neuronales y aprendizaje profundo. Es ampliamente utilizado
debido a su flexibilidad, capacidad de personalizacion y compatibilidad
con diversos backends como TensorFlow (Francois Chollet, 2015)

e Panda: Ofrece estructuras de datos flexibles, como DataFrames,
gue permiten la manipulacién y limpieza de datos de manera eficiente.
Es esencial para tareas de carga, exploraciéon y transformacion de datos
en proyectos de analisis y procesamiento de informacién. (Wes
McKinney,2008)

e Numpy: Proporciona estructuras de datos eficientes y funciones

para operaciones numeéricas, o que la convierte en un pilar de la
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computacion cientifica y el

aprendizaje automatico.

Permite el

procesamiento de datos de manera eficaz, utilizado para analisis de
datos. (Travis E. Oliphant, 2006)

Figura 15

Importacion de libreria Pandas

L finalipynb

Archivoe Editar Ver Insertar Entornode ejecucidn

hivos
1 2 B
+

B sample_data

L5

O X

+ Codige + Texto

Herramientas  Ayuda

Se han quardado todos los cambios

#importar las librerias
import pandas as pd
import numpy a5 np

Tme Aatne

Se visualiza en la figura 15, las librerias, la cual le pondremos un alias

pd y np, a pandas y numpy respectivamente.

Pandas se utiliza para manipular y trabajar con datos tabulares, permite

subir todo el registro de la data en formato Excel,

Asi mismo, la libreria numpy, proporciona soporte para arreglos

multidimensionales, funciones matematicas de alto nivel para operar en estos

arreglos y herramientas para trabajar con datos.

Figura 16

Importacién y carga de datos a analizar

training = pd.read_escel(“ventas3.xlsx™)
training.head{1a)
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Carga datos desde un archivo Excel llamado "ventas3.xlsx" en un
DataFrame de Pandas llamado training.

Los datos son obtenidos a través de la descarga de los reportes de la
web bsale que cuanta la empresa R&D Corporacion, fueron analizadas y
separadas por tiempo y tipos de prendas (8 en total) que seran analizadas una
por una, empezando por la primera prenda “BLUSAS”

Después de la particion de los datos, procederemos a la estandarizacion
de los mismos. Posteriormente, se llevara a cabo un analisis detallado de las
entradas y salidas de la red.

Figura 17
Llenado de valores con la media

o # Llenar los walores Mal con la media de la columna “BLUSAS™
training["BLUSAS™]. fillnaltraining[ "BLUSAS™ ].mean( ), inplace=True)

En la figura 17, se reemplaza la columna "BLUSAS" del DataFrame
training con su media antes de realizar andlisis o entrenar modelos, con el fin de
evitar complicaciones durante el entrenamiento, ya que muchos algoritmos no
pueden manejar de manera efectiva valores nulos.

Figura 18

Normalizar los datos

o from sklearn.preprocessing import MinMaxScaler

# Normalizar los datos
scaler = MinMaxScaler()
input_normalized = scaler.fit_transformitraining[[ "BLUSAS"]])

En la figura 18, el cddigo crea un objeto MinMaxScaler y lo utiliza para
normalizar los datos en la columna "BLUSAS" de training, asegurando que
estos valores estén en una escala comun entre 0 y 1. La normalizacion es util
en muchos casos, especialmente al trabajar con algoritmos de machine
learning y redes neuronales, para evitar que ciertos atributos dominen sobre

otros, debido a sus magnitudes originales.
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El MinMaxScaler es una técnica de escalamiento que transforma los
datos de manera que estén en un rango especifico, que por defecto es entre
0 y 1. Este cbdigo importa la clase MinMaxScaler desde el modulo
sklearn.preprocessing en la biblioteca scikit-learn.

Figura 19
Identificar el input y target de la Red Neuronal
o # Identificar el conjuntes de entrada y salida
# Inicializar listas wacias para almacenar les conjuntes de entrada y salida
# input = [] # Conjunte de entrada
y target = [] # Conjunto de salida
# Identificamos a través de los dates normalizades
fer 1 in range(len(input_normalized) - 3):
®_input.appendiinput_normalized[i:i+3, @])# Agregar secuencias de longitud 3 como entrada
y_target.append(input_rormalized[i+3, @])# Agregar el siguiente valer como salida
# Conwertir las listas a arrays numpy
#_input = np.array(x input]
y target = np.array(y_target)
printix_input)
printiy_target)
printilen(x_input))
printi(len(y_target))
E) [[@.23201302 @.26641346 @.61367336]

[@. 26641346 @. 61367336 @, 36632664 ]
[@. 61367336 @.36632664 @, 243081593

Como se aprecia en la figura, se identifica los inputs y targert. Este
proceso se lleva a cabo con el objetivo de preparar datos secuenciales para
entrenar un modelo capaz de predecir el siguiente valor en funcion de
secuencias

Se procede a la inicializacion de las listas x_input y y target con el
propésito de almacenar los conjuntos de entrada y salida, respectivamente.

Continuamente, se lleva a cabo una iteracion a lo largo de los datos
normalizados mediante un bucle for que abarca desde 0 hasta la longitud de
los datos menos 3.

En cada ciclo de la iteracién, se incorpora una secuencia de longitud 3
como conjunto de entrada (x_input), y el valor que sigue a dicha secuencia se
designa como conjunto de salida (y_target).

Posteriormente, las listas son transformadas en arrays numpy,
preparandolas para su implementacion en modelos de aprendizaje

automatico.
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Y al finalizar, se imprime la informacién completa, incluyendo los

conjuntos de entrada y salida, junto con sus respectivas longitudes.

Figura 20

Normalizar la salida

E‘I; ° # Normalizar las salidas (y_target)
y_target_normalized = scaler.transform{training[['BLUSAS"]].iloc[3:])
y_target_normalized = y_target_normalized.flatten()

En la figura 19, el cddigo se encarga de normalizar las salidas de la
columna "BLUSAS" del DataFrame training y luego aplana el resultado para
obtener un array unidimensional y_target _normalized. Este array representa
las salidas normalizadas, listas para ser utilizadas en el entrenamiento de un

modelo de prediccion

Figura 21

Definicidn de la estructura de la Red Neuronal para su aprendizaje

o from keras.models import Sequential
from keras.layers import Dense

Luego, se importan las clases y funciones necesarias de Keras para
construir una red neuronal.

Sequential, es un tipo de modelo que permite construir una red neuronal
de manera secuencial, capa por capa, lo que es comun en la mayoria de las
redes neuronales.

keras.layers: Se importa dos clases clave de Keras para la construccion
de capas en la red neuronal:

Dense: Esta clase se utiliza para crear capas densamente conectadas,
también conocidas como capas completamente conectadas. En estas capas,

cada neurona esta conectada a todas las neuronas de la capa anterior.
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Figura

Implementacion de las capas ocultas de la Red Neuronal Atrtificial

# Crear modelo

medel = Sequential() # Crea un modelo de red neurenal secuencial.

medel. add(Dense( 16, Input_dim=3, activation="relu')) # el modelo tien 16 neurcnas con 3 entradas
model. add(Dense(16, activation="relu')) # la capa oculta tiene 16 neurcnas en la capas ocultas
medel. add({Dense(l, activation="linear')) # afiade una salida y utiliza ls activacion linesl

Se crea un modelo secuencial llamado model, las capas se apilan una encima
de la otra en un orden secuencial (totalmente conectadas). La primera capa tiene
16 neuronas con una dimensién de entrada de 3 y una funcion de activacion
RelLU, la segunda capa también tiene 16 neuronas y de activacion ReLU, y la
tercera capa tiene 1 neurona (ya que se esta realizando una regresion) con
una funcion de activacion lineal.

Figura 23
Estructura de la Red Neuronal Atrtificial

Capa de Capa Capa de

Como se aprecia en la figura 23, se modela la estructura de la red artificial
Figura 24

Configuracion de los parametros de la red

o #Configurar los parametros de la red
model. compilelloss="mean_squared error', optimizer=‘adam’, metrics="mas")
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En el proceso de compilacion del modelo, se utiliza la funcion

model.compile (). En este paso, se define la funcion de pérdida que medira la

discrepancia entre las predicciones del modelo y los valores reales objetivo.

En este caso, se ha seleccionado la funcion de pérdida de error cuadréatico

medio. Ademas, se utiliza el optimizador "adam™” y se mide la precision

utilizando la métrica mean_absolute percentage_error, que evalta el error

porcentual absoluto medio entre las predicciones y los valores objetivos. El

objetivo durante el entrenamiento es minimizar esta métrica para mejorar la

precision del modelo.

3.2.8.1. Fase de entrenamiento (Blusas)

Figura 25

Realizar el proceso de entrenamiento de la Red Neuronal

° # Entrenar =l modelo [BLUSAS)

history= model. fit(x input, y_target _normalized, epochs=1222)

y las etiquetas y_target durante 1000 épocas utilizando model.fit ()

Finalmente, el modelo se entrena con los datos de entrada x_input

Figura 26

Resultado de Entrenamiento

Epoch
2/2 [
Epach
2/2 [
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2/2 [
Epoch
2,-'"2 [
Epoch
2/2 [
Epoch
2/2 [
Epoch

debido a que se alcanzo el limite maximo de épocas.

==============================] - 85 7ms/step - loss:
994/1860
=================s===s==========] - 85 7ms/step - loss:
995/16868
============s==================] - @5 8ms/step - loss:
996/1688
====================s==========] - 85 9ns/step - loss:
997/1888
==============================] - @5 7ms/step - loss:
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Como se evidencia en la Figura 26, observamos una reduccion
gradual en nuestro error a lo largo del tiempo, alcanzando un error del
0.38% después de 1000 épocas. El proceso de aprendizaje concluyé
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El valor de pérdida Loss (0.0038) es una medida del error. Este
valor deberia ser lo mas bajo posible, indicando que el modelo ha
aprendido a hacer predicciones cercanas a los valores reales.

Ademas, el Mean Absolute Error (MAE) de 0.0351 representa la
media de las diferencias absolutas entre las predicciones y los valores
reales, siendo un indicador bajo que sugiere que las predicciones son
cercanas a los valores reales en el conjunto de evaluacion.

Interpretacion especifica:

En este contexto, parece que tu modelo ha aprendido bien a hacer
predicciones en el conjunto de evaluacién, ya que tanto la pérdida como
el MAE son bajos. Sin embargo, estos resultados son especificos al
conjunto de evaluacion y no necesariamente indican como el modelo se
desempeiiara en datos que no ha visto antes (conjunto de prueba).

Figura 27

Grafico de Perdida vs Epocas

Pérdida vs Epocas - "BLUSA"
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En la Figura 27, se espera ver una disminucion en la pérdida a
medida que avanzan las épocas. Esto nos indica que el modelo esta
aprendiendo y mejorando su capacidad para hacer predicciones precisas.
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Después de cierto punto, se observa que la pérdida deja de disminuir

significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 2

Entrenamiento de la Red Neuronal (blusas)

Venta Real Ventas Prondstico de la Error
Desnormalizada Red Neuronal

750 0.386327 0.472557 0,086230
486 0.243082 0.481059 0.237977
635 0.323928 0.21471 0.109218
502 0.251763 0.299399 0.047636
974 0.507868 0.553388 0.04552
586 0.297341 0.508524 0.211182
547 0.27618 0.495359 0.219179
512 0.257189 0.212607 0.044582
742 0.381986 0.452538 0.070552
1050 0.549105 0.544882 0.004223
1804 0.95822 0.719275 0.238946
817 0.42268 0.446693 0.024012
1091 0.571351 0.518586 0.052765
1117 0.585458 0.57287 0.012589
336 0.161693 0.630612 0.468919
38 0 0.062683 0.062683
119 0.04395 0.05436 0.01041
168 0.070537 0.034981 0.035556
281 0.13185 0.091 0.04085
282 0.132393 0.149782 0.017389
534 0.269126 0.263209 0.005918
710 0.364623 0.375332 0.010709
1375 0.725448 0.588821 0.136626
520 0.26153 0.620195 0.358665
1042 0.544764 0.475208 0.069556
294 0.138904 0.271772 0.132868
958 0.499186 0.316436 0.18275
619 0.315247 0.188828 0.126419
481 0.240369 0.262149 0.02178
305 0.144872 0.208268 0.063396
386 0.188823 0.26727 0.078448
376 0.183397 0.192081 0.008685
758 0.390667 0.395861 0.005194
1272 0.66956 0.529124 0.140437
1881 1 0.668362 0.331638
566 0.286489 0.407994 0.121504
953 0.496473 0.462278 0.034195
1250 0.657623 0.605904 0.05172
1325 0.698318 0.645822 0.052496
980 0.511123 0.545348 0.034225
1281 0.674444 0.571574 0.10287
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819 0.423766 0.51243 0.088665

653 0.333695 0.545629 0.211934
479 0.239284 0.324043 0.084759
1295 0.68204 0.418582 0.263458
1427 0.753663 0.635306 0.118357
1562 0.826913 0.598367 0.228545
1083 0.56701 0.409872 0.157138
1120 0.587086 0.572039 0.015047
1013 0.529029 0.518756 0.010272
1302 0.685838 0.603792 0.082046
1235 0.649485 0.528519 0.120966
1240 0.652198 0.554613 0.097584
910 0.473142 0.513577 0.040435
1072 0.561042 0.564709 0.003667

Se visualiza en la tabla 2 la cantidad de venta de blusas (real y des
normalizada), se ve muy préximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 28
Gréfico de entrenamiento de la Red Neuronal (blusas)
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Nota: En la figura 28 se visualiza la proximidad muy cercana de la

red real, al modelo de la red neuronal
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Validacién con los datos de prueba

Para realizar la validacién, separamos nuestros datos en dos, los
datos de entrada en x_inputy y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.

Figura 29

Resultados con los Datos de Validacion

[147] score = model.evaluate(x Input,y target)
prict(™in Ms: R 2TEE" % (model.metrics_names[@],score[@]%10@))

2f2 [==============================] - @5 ldms/step - loss: 2.0154 - mae: @.@0816

loss: 1.54%

Nombrando score emplearemos el método "evaluate", este método
requiere dos parametros de entrada: los datos de entrada almacenados
en la variable "x_input" y los datos de salida en la variable "y_target" de
nuestro conjunto de datos de prueba. Como se visualiza en la Figura 32
el error que tenemos para pronosticar con los datos de prueba es del
1.54%.

Tabla 3

Datos de Validacion (blusas)

Venta Real Ventas Prondstico de la Error
Desnormalizada  Red Neuronal
1562 0.826913 0.598367 0.228545
1083 0.56701 0.409872 0.157138
1120 0.587086 0.572039 0.015047
1013 0.529029 0.518756 0.010272
1302 0.685838 0.603792 0.082046
1235 0.649485 0.528519 0.120966
1240 0.652198 0.554613 0.097584
910 0.473142 0.513577 0.040435
1072 0.561042 0.564709 0.003667

En la Tabla 3, realizamos una particion de los 10 ultimos meses de
venta de blusas (real y des normalizada), se ve muy proximo a la cantidad
que pronostica la red neuronal y consecuentemente el error disminuye

significativamente
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Figura 30
Grafico de los Datos del Entrenamiento de la Red Neuronal (blusas)
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Nota: En la figura 30 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.

Prondstico

Figura 31

Prondstico de la prenda blusa

5; [18] respuesta = model.predict([[1242, 21&, 1&872]1])
printi{respuesta.round(])

1/1 [==============================] - @s 47ms/step
[[12e2.]]

(Ver Figura 31) Al pronosticar utilizaremos el método llamado
‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patron de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
‘respuesta.round()” ya des estandarizacion 1000 blusas vendidas para

el mes de agosto 2023.
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3.2.8.2. Fase de entrenamiento (Cartera)

Figura 32

Realizar el proceso de entrenamiento de la Red Neuronal

o # Entrenar el modelo [CARTERA)

history= medel. fit(x input, y_target _normalized, epochs=1282)

El modelo se entrena con los datos de entrada x_input y las

etiquetas y_target durante 1000 épocas utilizando model.fit ()

Figura 33

Resultado de Entrenamiento
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Epoch
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a=
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A=

a5

a=
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a=

2=

a5

A=

oms/step - loss: @.@42 - mae: @.368
Bmsfstep - less: @.28493 - mas: @, 469
msfstep - loss: @.8@42 - maes: @.8460
12msfstep - loss: @.@844 - mae: @.@473
gms/step - less: @.8@42 - mas: @,@4E57
&ms/step - loss: @.8842 - mae: @.2458
lims/step - loss: @.@243 - mae: @.8471
léms/step - loss: @.@843 - mae: 8.8471
12msfstep - loss: @.@@43 - mae: @.8473
msfstep - loss: @.0842 - mae: @.457

1Zms/step - loss: @.0@42 - mas: @.@455

Como se visualiza en la Figura 33, observamos una reduccion en

nuestro error a lo largo del tiempo, alcanzando un error del 0.42%, debido

a que se alcanz6 el limite maximo de 1000 épocas.

El valor de pérdida (Loss) de 0.0042 indica el error entre las

predicciones del modelo y los valores reales en el conjunto de evaluacion,

siendo mas bajo deseable. Ademas, el Mean Absolute Error (MAE) de

0.455 representa la media de las diferencias absolutas entre las

predicciones y los valores reales, siendo un indicador bajo que sugiere

gue las predicciones son cercanas a los valores reales en el conjunto de

evaluacion.
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Figura 34

Gréfico de Perdida vs Epocas

Pérdida vs Epocas - "CARTERA"
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En la figura 34, se espera ver una disminucion en la pérdida a
medida que avanzan las épocas. Esto nos indica que el modelo esta
aprendiendo y mejorando su capacidad para hacer predicciones precisas.
Después de cierto punto, se observa que la pérdida deja de disminuir
significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 4
Datos del Entrenamiento de la Red Neuronal (cartera)
Ventas Pronéstico de la
Venta Real Desnormalizada Red Neuronal Error

14 0.169014 0.179826 0.010812
21 0.267606 0.300123 0.032518
19 0.239437 0.134965 0.104472
18 0.225352 0.194998 0.030355
14 0.169014 0.187776 0.018762
6 0.056338 0.205836 0.149498
17 0.211268 0.188918 0.02235
19 0.239437 0.147564 0.091873
13 0.15493 0.16392 0.00899
14 0.169014 0.237083 0.068069
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18
25
10
11
11
19.6
19.6
7
13
10
12
13
41
14
25
4
10
16
17
14
30
32
30
49
73
38
35
29
24
22
27
10
16
9
15
10
13
11
19.6
19.6
19.6
19.6
19.6
19.6
19.6

0.225352
0.323944
0.112676
0.126761
0.126761
0.247197
0.247197
0.070423
0.15493
0.112676
0.140845
0.15493
0.549296
0.169014
0.323944
0.028169
0.112676
0.197183
0.211268
0.169014
0.394366
0.422535
0.394366
0.661972
1
0.507042
0.464789
0.380282
0.309859
0.28169
0.352113
0.112676
0.197183
0.098592
0.183099
0.112676
0.15493
0.126761
0.247197
0.247197
0.247197
0.247197
0.247197
0.247197
0.247197

0.185985
0.320352
0.193637
0.145283
0.14903
0.297876
0.287309
0.168057
0.173904
0.141567
0.200225
0.194186
0.3487
0.173811
0.343077
0.083613
0.115746
0.169966
0.167041
0.140157
0.256302
0.366885
0.392456
0.627467
1.004536
0.534423
0.501309
0.377192
0.358061
0.252147
0.216978
0.316443
0.159718
0.125036
0.175647
0.145944
0.173321
0.15914
0.318682
0.268592
0.168057
0.218969
0.218969
0.218969
0.218969

0.039367
0.003592
0.080961
0.018522
0.02227
0.050679
0.040112
0.097634
0.018974
0.028891
0.05938
0.039256
0.200595
0.004797
0.019134
0.055444
0.00307
0.027218
0.044227
0.028857
0.138065
0.055651
0.00191
0.034505
0.004536
0.027381
0.036521
0.003089
0.048202
0.029543
0.135135
0.203767
0.037465
0.026445
0.007452
0.033268
0.018391
0.032379
0.071484
0.021395
0.079141
0.028228
0.028228
0.028228
0.028228

Se visualiza en la Tabla 4 la cantidad de venta de cartera (real y

des normalizada), se ve muy préoximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente
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Figura 35
Grafico de Entrenamiento de la Red Neuronal (Cartera)
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Nota: En la figura 35 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal

Validacién con los datos de Prueba
Para realizar la validacién, separamos nuestros datos en dos, los

datos de entrada en x_inputy y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.
Figura 36

Resultados con los Datos de Validacion

score = model.evaluate(x _input,y target)
printi™vn %s: H.2f0ER" % (model.metrics_names[@],score[@]*10a8))

E) 2f2 [==============================] - @5 8msfstep - loss: Q.02 - mae: @.Q469

loss: @.42%

Como se visualiza en la Figura 36, nombrando score emplearemos
el método "evaluate”, Este método requiere dos parametros de entrada:

los datos de entrada almacenados en la variable "x_input" y los datos de
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salida en la variable "y _target" de nuestro conjunto de datos de prueba el
error que tenemos para pronosticar con los datos de prueba es del 0.42%.
Tabla 5

Datos de Validacion (cartera)

vV Real Ventas Pronéstico de la E
enta Rea Desnormalizada  Red Neuronal rror
10 0.112676 0.145944 0.033268
13 0.15493 0.173321 0.018391
11 0.126761 0.15914 0.032379
19.6 0.247197 0.318682 0.071484
19.6 0.247197 0.268592 0.021395
19.6 0.247197 0.168057 0.079141
19.6 0.247197 0.218969 0.028228
19.6 0.247197 0.218969 0.028228
19.6 0.247197 0.218969 0.028228
19.6 0.247197 0.218969 0.028228

En la Tabla 5, realizamos una particion de los 10 ultimos meses de
venta de cartera (real y des normalizada), se ve muy préximo a la cantidad
gue pronostica la red neuronal y consecuentemente el error disminuye

significativamente

Figura 37

Grafico de los Datos del Entrenamiento de la Red Neuronal (cartera)

Resultados de prediccion de validacion
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Prediccion (Normalizada)
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Nota: En la figura 37 se visualiza la proximidad muy cercana de la red real,

al modelo de la red neuronal de los datos de validacion.
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Pronostico

Figura 38
Prondstico de la prenda Cartera

E; respuesta = model.predict([[1%9.6, 19.5, 19.5]])
print(respuesta.round(])

1.,-"1 [==============================] - @s S'a'T'ISJ'rStEP

(Ver Figura 38) Al pronosticar utilizaremos el método llamado
‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patrén de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
"respuesta.round()” ya des estandarizacién, 5 carteras vendidas para el

mes de agosto 2023.

3.2.8.3. Fase de entrenamiento (Casaca)
Figura 39
Realizar el proceso de entrenamiento de la Red Neuronal

o [23] # Entrenar el modele (CASACA]
history= model.fit(x input, v target normalized, epochs=1508)

El modelo se entrena con los datos de entrada x_input y las

etiquetas y_target durante 1000 épocas utilizando model.fit ()
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Figura 40

Resultado de Entrenamiento

——— q B e e D e
s Epoch 994/122@
0= [33]
242 [==============================] - as SmeStEp - loss: @.@@14 - mas: @.@Q185
Epoch 995/12@@
2/2 [=======z===z===z=z===z===z====z======] - @5 ldms/step - loss: @.0Q014 - mae: @.Q165
Epoch 996/102@
242 [==============================] - as Bmsfstep - loss: @.@214 - mas: @.0l&2
Epoch 297/1208
242 [==============================] - as Bmsfstep - loss: @.@214 - mas: @.QL82
Epoch 998/l02@
242 [==============================] - as SmeStEp - loss: @.@@14 - mas: @.@199
Epoch 992/102@
242 [==============================] - as Qﬂsfstep - loss: @.@214 - mas: @.0149
Epoch 1202/1208
242 [==============================] - as Bmsfstep - loss: @.@215% - mas: @.0l&67

Como se visualiza en la Figura 40, observamos una reduccion en
nuestro error a lo largo del tiempo, alcanzando un error del 0.15%, debido
a que se alcanz6 el limite maximo de 1000 épocas.

El valor de pérdida (Loss) de 0.0015 indica el error entre las
predicciones del modelo y los valores reales en el conjunto de evaluacion,
siendo mas bajo deseable. Ademas, el Mean Absolute Error (MAE) de
0.0167 representa la media de las diferencias absolutas entre las
predicciones y los valores reales, siendo un indicador bajo que sugiere

gue las predicciones son cercanas a los valores reales en el conjunto de

evaluacion.
Figura 41
Gréafico de Perdida vs Epocas
‘/ -
o Pérdida vs Epocas - "CASACA"
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En la figura 41, se espera ver una disminucion en la pérdida a
medida que avanzan las épocas. Esto nos indica que el modelo esta
aprendiendo y mejorando su capacidad para hacer predicciones precisas.
Después de cierto punto, se observa que la pérdida deja de disminuir
significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 6
Datos del entrenamiento de la Red Neuronal (casaca)

Prondstico de
Ventas

Venta Real . la Red Error
Desnormalizada

Neuronal
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
133.529412 0.269114 0.251447 0.017667
28 0.009828 0.251447 0.241619
52 0.068796 0.055078 0.013718
109 0.208845 0.207971 0.000874
133.529412 0.269114 0.266755 0.002359
29 0.012285 0.011559 0.000726
24 0 -0.002598 0.002598
73 0.120393 0.128676 0.008283
85 0.149877 0.156968 0.007091
109 0.208845 0.212806 0.003961
78 0.132678 0.143499 0.010821
83 0.144963 0.15083 0.005867
70 0.113022 0.118703 0.005681
128 0.255528 0.235266 0.020263
148 0.304668 0.283928 0.02074
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136
140
55
58
88
115
184
91
171
126
431
329
169
355
103
50
48
80
204
295
296

0.275184
0.285012
0.076167
0.083538
0.157248
0.223587
0.39312
0.164619
0.361179
0.250614
1
0.749386
0.356265
0.813268
0.194103
0.063882
0.058968
0.137592
0.44226
0.665848
0.668305

0.28202
0.28753
0.115662
0.090489
0.154545
0.302639
0.387285
0.167617
0.355381
0.245133
1.006389
0.749565
0.358738
0.812811
0.193621
0.059857
0.058615
0.130468
0.401218
0.666169
0.670275

0.006835
0.002518
0.039495
0.006951
0.002703
0.079052
0.005835
0.002998
0.005798
0.005481
0.006389
0.00018
0.002472
0.000457
0.000482
0.004025
0.000353
0.007124
0.041042
0.000321
0.00197

Se visualiza en la Tabla 6 la cantidad de venta de casaca (real y

des normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 42

Grafico de Entrenamiento de la Red Neuronal (casaca)
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Nota: En la figura 42 se visualiza la proximidad muy cercana de la red real,
al modelo de la red neuronal
Validacion con los datos de Prueba
Para realizar la validacidén, separamos nuestros datos en dos, los
datos de entrada en x_inputy y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.
Figura 43

Resultados con los Datos de Validacion

W

o score = model.evaluate(x_input,y_target)

print{™wn %s: % 213" ¥ (model.metrics names[@],score[@]*188))
2f2 [===========s===z===z===z===z=======] - @5 oms/step - loss: 2.0814 - mae: @.0167

loss: @.14%

Como se visualiza en la Figura 43, nombrando score emplearemos
el método "evaluate", Este método requiere dos pardmetros de entrada:
los datos de entrada almacenados en la variable "x_input" y los datos de
salida en la variable "y _target" de nuestro conjunto de datos de prueba el
error que tenemos para pronosticar con los datos de prueba es del 0.14%.

Tabla 7

Datos de Validaciéon (casaca)

vV Real Ventas Prondstico de la E

enta Rea Desnormalizada  Red Neuronal rror
329 0.749386 0.749565 0.00018
169 0.356265 0.358738 0.002472
355 0.813268 0.812811 0.000457
103 0.194103 0.193621 0.000482
50 0.063882 0.059857 0.004025
48 0.058968 0.058615 0.000353
80 0.137592 0.130468 0.007124
204 0.44226 0.401218 0.041042
295 0.665848 0.666169 0.000321
296 0.668305 0.670275 0.00197

En la Tabla 7, realizamos una particion de los 10 ultimos meses de
venta de casaca (real y des normalizada), se ve muy préximo a la cantidad
gue pronostica la red neuronal y consecuentemente el error disminuye

significativamente
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Valor Normalizado

Figura 44
Grafico de los Datos del Entrenamiento de la Red Neuronal (Casaca)

Resultados de prediccion de validacion
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Nota: En la figura 44 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.
Prondéstico

Figura 45
Prondstico de la prenda casaca

a:_ [32] respuesta = model.predicti[[284, 295, 295]])

print{respuesta.round( )]

1_|-r1 [==============================] - Q= BSmSHEtEP

(Ver Figura 45) Al pronosticar utilizaremos el método llamado
“‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patron de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
‘respuesta.round()” ya des estandarizacion, 129 casacas vendidas para

el mes de agosto 2023.
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3.2.8.4. Fase de entrenamiento (Chompas)

Figura 46

Realizar el proceso de entrenamiento de la Red Neuronal

=

histery= model.fit(x input, y _target normalized, epochs=102@)

- I m—m A

- o # Entrenar el modelo [CHOMPAS)

El modelo se entrena con los datos de entrada x_input y las

etiquetas y_target durante 1000 épocas utilizando model.fit ()

Figura 47

Resultado de Entrenamiento
£f 4 |==============sss=ssssss========| - 5
Epoch 996/1280
22 [memmm=messssessssssss=ssss=====] - 25
Epoch 997/122@
2/2 [===========s======ss=s=====mm==] - B
Epoch 99&/l2aa
L e =
Epoch 992/128@
22 [memmm=messssesssszssss=ss=s=====] - 25
Epoch 1208/ 1003
2/2 [=======ss=====sss=============] - @5

BMs 7 STEp
msfstep
&ms/fstep
fmsfstep
msfstep

msfstep

10553

loss:

loss:

loss:

loss:

loss:

- Kok

. @261

. Qaea

. Qaca

. Qaca
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mae:
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Como se evidencia en la Figura 47, el valor de pérdida (Loss) de

0.0060 indica el error entre las predicciones del modelo y los valores

reales en el conjunto de evaluacion, siendo mas bajo deseable. Ademas,

el Mean Absolute Error (MAE) de 0.0487 representa la media de las

diferencias absolutas entre las predicciones y los valores reales, siendo

un indicador bajo que sugiere que las predicciones son cercanas a los

valores reales en el conjunto de evaluacion.

El modelo ha aprendido bien a hacer predicciones en el conjunto

de evaluacion, ya que tanto la pérdida como el MAE son bajos. Sin

embargo, estos resultados son especificos al conjunto de evaluacion y no

necesariamente indican cdmo el modelo se desempefiara en datos que

no ha visto antes (conjunto de prueba).
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Figura 48

Gréafico de Perdida vs Epocas

Pérdida vs Epocas - "CHOMPAS"
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En la figura 48, se espera ver una disminucion en la pérdida a

medida que avanzan las épocas. Esto nos indica que el modelo esta

aprendiendo y mejorando su capacidad para hacer predicciones precisas.

Después de cierto punto, se observa que la pérdida deja de disminuir

significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 8

Datos del entrenamiento de la Red Neuronal (chompas)

Pronéstico de

Venta Real Ventas. la Red Error
Desnormalizada
Neuronal
54.9 0.209561 0.197253 0.012308
54.9 0.209561 0.197253 0.012308
54.9 0.209561 0.197253 0.012308
54.9 0.209561 0.197253 0.012308
1.0 0 0.197253 0.197253
4.0 0.011673 0.140054 0.128381
4.0 0.011673 0.026354 0.014681
1.0 0 0.094684 0.094684
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54.9
54.9
54.9
2.0
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
54.9
121.0
95.0
208.0
159.0
126.0
47.0
24.0
258.0
12.0
12.0
28.0
54.0
78.0
34.0
32.0
103.0
7.0
2.0
54.9
68.0
54.9
54.9
1.0
54.9
4.0
15.0
36.0

0.209561
0.209561
0.209561
0.003891
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.209561
0.466926
0.365759
0.805447
0.614786
0.486381
0.178988
0.089494
1
0.042802
0.042802
0.105058
0.206226
0.299611
0.128405
0.120623
0.396887
0.023346
0.003891
0.209561
0.2607
0.209561
0.209561
0
0.209561
0.011673
0.054475
0.136187

0.129543
0.237523
0.198052
0.197253
0.133177
0.104149
0.194371
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.197253
0.330922
0.586912
0.6186
0.62027
0.143891
0.092382
0.984655
0.03016
0.007549
0.113871
0.175215
0.252179
0.155794
0.136021
0.426509
0.083944
0.065809
0.179418
0.229373
0.228063
0.222922
0.168501
0.140054
0.099643
0.053643
0.137235

0.080018
0.027962
0.011509
0.193362
0.076384
0.105412
0.01519
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.012308
0.269673
0.034837
0.218536
0.003814
0.133888
0.035097
0.002888
0.015345
0.012642
0.035252
0.008812
0.031011
0.047432
0.027389
0.015399
0.029622
0.060598
0.061918
0.030143
0.031327
0.018502
0.013361
0.168501
0.069507
0.087969
0.000832
0.001048
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Se visualiza en la Tabla 8 la cantidad de venta de casaca (real y des
normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 49
Gréfico de Entrenamiento de la Red Neuronal (chompas)
validate
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Nota: En la figura 49 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal
Validacion con los datos de Prueba

Para realizar la validacién, separamos nuestros datos en dos, los
datos de entrada en x_inputy y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.
Figura 50

Resultados con los Datos de Validacion

score = model. evaluate(x_input,y_target)
print(™vn %s: %2f%E" % (model.metrics_names[@],score[@]*18@))

Oz

{2 [==============================] - @5 /msfstep - loss: @.2060 - mas: Q.75
P

loss: @.68%
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Como se visualiza en la Figura 50, nombrando score emplearemos

el método "evaluate”, Este método requiere dos parametros de entrada:

los datos de entrada almacenados en la variable "x_input" y los datos de

salida en la variable "y_target" de nuestro conjunto de datos de prueba el

error que tenemos para pronosticar con los datos de prueba es del 0.60%.

Tabla 9
Datos de Validacién (chompas)
Venta Real Ventas Prondstico de la Error
Desnormalizada  Red Neuronal

2.0 0.003891 0.065809 0.061918
54.9 0.209561 0.179418 0.030143
68.0 0.2607 0.229373 0.031327
54.9 0.209561 0.228063 0.018502
54.9 0.209561 0.222922 0.013361
1.0 0 0.168501 0.168501
54.9 0.209561 0.140054 0.069507
4.0 0.011673 0.099643 0.087969
15.0 0.054475 0.053643 0.000832
36.0 0.136187 0.137235 0.001048

En la Tabla 9, realizamos una particion de los 10 ultimos meses de

venta de chompa (real y des normalizada), se ve muy proximo a la

cantidad que pronostica la red neuronal y consecuentemente el error

disminuye significativamente

Figura 51

Grafico de los Datos del Entrenamiento de la Red Neuronal (chompas)

Valor Normalizado

Resultados de prediccién de validacion
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Nota: En la figura 51 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.

Prondstico

Figura 52

Prondstico de la prenda Chompa

e

e respuesta = model.predict([[4, 15, 3&]])

print{respuesta.round(])

[3 171 [========s=scccmcmcsccocoocooo] - 85 49ms/step

(Ver Figura 52) Al pronosticar utilizaremos el método llamado
‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patrén de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
“respuesta.round()” ya des estandarizacion, 13 chompas vendidas para

el mes de agosto 2023.

3.2.8.6. Fase de entrenamiento (pantalon)
Figura 53

Realizar el proceso de entrenamiento de la Red Neuronal

" # Entrenar el modelo (PANTALON)
history= model. fit(x_input, ¥ _target_normalized, epochs=122a)

El modelo se entrena con los datos de entrada x_input y las
etiquetas y_target durante 1000 épocas utilizando model.fit ().
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Figura

54

Resultado de Entrenamiento
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Como se evidencia en la (Figura 54), el valor de pérdida (Loss) de

0.0069 indica el error entre las predicciones del modelo y los valores

reales en el conjunto de evaluacion, siendo mas bajo deseable. Ademas,

el Mean Absolute Error (MAE) de 0.0545 representa la media de las

diferencias absolutas entre las predicciones y los valores reales, siendo

un indicador bajo que sugiere que las predicciones son cercanas a los

valores reales en el conjunto de evaluacion.

El modelo ha aprendido bien a hacer predicciones en el conjunto

de evaluacion, ya que tanto la pérdida como el MAE son bajos. Sin

embargo, estos resultados son especificos al conjunto de evaluacion y no

necesariamente indican como el modelo se desempefiara en datos que

no ha visto antes (conjunto de prueba).

Figura

55

Gréafico de Perdida vs Epocas
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En la figura 55, se espera ver una disminucion en la pérdida a
medida que avanzan las épocas. Esto nos indica que el modelo esta
aprendiendo y mejorando su capacidad para hacer predicciones precisas.
Después de cierto punto, se observa que la pérdida deja de disminuir
significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 10

Datos del Entrenamiento de la Red Neuronal (pantal6n)

Pronéstico de
Ventas

Venta Real i la Red Error
Desnormalizada

Neuronal
401 0.393562 0.399909 0.006348
282 0.26999 0.317407 0.047418
343 0.333333 0.268154 0.065179
372 0.363448 0.379154 0.015706
616 0.616822 0.638698 0.021876
576 0.575286 0.559696 0.01559
469 0.464174 0.523362 0.059188
424 0.417445 0.560248 0.142803
360 0.350987 0.428627 0.07764
545 0.543094 0.447141 0.095953
822 0.830737 0.777943 0.052794
545 0.543094 0.558894 0.015799
393 0.385254 0.375924 0.00933
390 0.382139 0.398543 0.016404
135 0.117342 0.33586 0.218518
22 0 -0.024012 0.024012
27 0.005192 0.021712 0.01652
61 0.040498 0.042885 0.002386
160 0.143302 0.144807 0.001505
190 0.174455 0.176545 0.00209
314 0.303219 0.305705 0.002486
231 0.21703 0.215113 0.001917
466 0.461059 0.465647 0.004587
231 0.21703 0.267514 0.050484
302 0.290758 0.340581 0.049823
94 0.074766 0.132668 0.057901
209 0.194185 0.161946 0.032239
245 0.231568 0.224387 0.007181
308 0.296989 0.300984 0.003995
245 0.231568 0.243751 0.012183
439 0.433022 0.459524 0.026503
383 0.37487 0.374932 0.000062
686 0.689512 0.573078 0.116434
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829
985
539
342
437
513
660
751
621
593
662
571
747
939
617
532
422
475
577
691
518
658

0.838006
1
0.536864
0.332295
0.430945
0.509865
0.662513
0.757009
0.622015
0.592939
0.66459
0.570093
0.752856
0.952233
0.617861
0.529595
0.415369
0.470405
0.576324
0.694704
0.515057
0.660436

0.85121
0.742767
0.638265
0.368723
0.433326

0.379
0.682463
0.786115
0.715827

0.62033
0.605414
0.709779
0.668174
0.725504
0.693646

0.50407
0.436704
0.421759
0.550573
0.780573
0.753048
0.623185

0.013204
0.257233
0.101401
0.036428
0.002381
0.130865
0.01995
0.029106
0.093813
0.027391
0.059175
0.139685
0.084681
0.226729
0.075785
0.025525
0.021336
0.048646
0.025751
0.085869
0.237991
0.037251

Se visualiza en la Tabla 10 la cantidad de venta de pantalén (real y

des normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 56
Grafico de Entrenamiento de la Red Neuronal (pantalén)
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Validaciéon con los datos de Prueba

Para realizar la validacion, separamos nuestros datos en dos, los

datos de entrada en x_inputy y_target, para validar la capacidad de la red

neuronal los datos deben de estar normalizados.

Figura 57

Resultados con los Datos de Validacion

5; [63] score = model.evaluate(x_input,y_target)

primt(™vn %s: % 2THE" % (model.metrics_names[@],score[@]*18@))

] - @5 Smsi/step - loss: @.@@7@ - mae: @.@555

Como se visualiza en la Figura 53, nombrando score emplearemos

el método "evaluate", Este método requiere dos pardmetros de entrada:

los datos de entrada almacenados en la variable "x_input" y los datos de

salida en la variable "y_target" de nuestro conjunto de datos de prueba el

error que tenemos para pronosticar con los datos de prueba es del 0.70%.

Tabla 11

Datos de Validacién (pantalon)

| Ventas Prondstico de la

Venta Rea Desnormalizada  Red Neuronal Error
747 0.752856 0.668174 0.084681
939 0.952233 0.725504 0.226729
617 0.617861 0.693646 0.075785
532 0.529595 0.50407 0.025525
422 0.415369 0.436704 0.021336
475 0.470405 0.421759 0.048646
577 0.576324 0.550573 0.025751
691 0.694704 0.780573 0.085869
518 0.515057 0.753048 0.237991
658 0.660436 0.623185 0.037251

En la Tabla 11, realizamos una particion de los 10 ultimos meses

de venta de chompa (real y des normalizada), se ve muy proximo a la

cantidad que pronostica la red neuronal y consecuentemente el error

disminuye significativamente
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Valor Normalizado

Figura 58
Grafico de los Datos del Entrenamiento de la Red Neuronal (pantalén)

Resultados de prediccion de validacion
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Nota: En la figura 58 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.

Prondstico

Figura 59

Prondstico de la prenda pantalén

v _ .
s respuesta = model.predict([[&91, 518, &58]])

print{respuesta.round(])

1/1 [==============================] - @s 47ms/step

(Ver Figura 59) Al pronosticar utilizaremos el método llamado
“‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abiril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patréon de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
‘respuesta.round()” ya des estandarizacion, 313 pantalones vendidas

para el mes de agosto 2023.
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3.2.8.7. Fase de entrenamiento (Sacos)
Figura 60
Realizar el proceso de entrenamiento de la Red Neuronal

2‘;: [21] # Entrenar el modelo (SACOS)
histeory= model. fit(x input, y_target normalized, epochs=12022)

El modelo se entrena con los datos de entrada x_input y las

etiquetas y_target durante 1000 épocas utilizando model.fit ()

Figura 61

Resultado de Entrenamiento
Lf £ | SESSS=========================] - WS SMS ) SLEP - LUSsHI WS - MdED . wans

2;’5 Epoch 995 /1208

2_,-’2 [==============================] - @s 5m5,"5tep - loss: @.2238 - mae: @.@371
Epoch 296/1208
242 [==============================] - @s 5ﬂ"|5_f5tEp - loss: @.0@37 - mas: @.@362
Epoch 997/1l22@
2_,-’2 [==============================] - @s 5m5,"5tep - loss: @.@837 - mae: @.@3F7F
Epoch 998/1l22a
242 [==============================] - @s 5ﬂ"|5_f5tEp - loss: @.@@37 - mae: @.@367F
Epoch 999/122@
2_,-’2 [==============================] - @s 5m5,"5tep - loss: @.@837 - mae: @.3374
Epoch l2@@/102a
242 [==============================] - 2= 5msf5tep - loss: @.0037 - mas: @.03568

Como se evidencia en la (Figura 61), el valor de pérdida (Loss) de
0.0037 indica el error entre las predicciones del modelo y los valores
reales en el conjunto de evaluacion, siendo mas bajo deseable. Ademas,
el Mean Absolute Error (MAE) de 0.0368 representa la media de las
diferencias absolutas entre las predicciones y los valores reales, siendo
un indicador bajo que sugiere que las predicciones son cercanas a los
valores reales en el conjunto de evaluacion.

El modelo ha aprendido bien a hacer predicciones en el conjunto
de evaluacion, ya que tanto la pérdida como el MAE son bajos. Sin
embargo, estos resultados son especificos al conjunto de evaluacion y no
necesariamente indican como el modelo se desempefiara en datos que

no ha visto antes (conjunto de prueba).
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Figura 62

Gréafico de Perdida vs Epocas

Pérdida vs Epocas - "SACOS"
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En la figura 62, se espera ver una disminucion en la pérdida a

medida que avanzan las épocas. Esto nos indica que el modelo esta

aprendiendo y mejorando su capacidad para hacer predicciones precisas.

Después de cierto punto, se observa que la pérdida deja de disminuir

significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 12

Datos del Entrenamiento de la Red Neuronal (sacos)

Pronodstico de

Venta Real Ventas. la Red Error
Desnormalizada
Neuronal
104 0.064368 0.013013 0.051355
57 0.028352 0.027397 0.000956
97 0.059004 0.057084 0.00192
214 0.148659 0.192792 0.044133
454 0.332567 0.328452 0.004115
733 0.54636 0.506415 0.039945

83




679
740
244
366
339
548
98
67
25
20
134
248
393
290
152
105
124
287
83
26
50
233
595
473
817
692
552
476
392
675
109
108
144
492
1184
1325
1171
1185
372
355
289
647
182
114
134
261
720
615
786

0.504981
0.551724
0.171648
0.265134
0.244444
0.404598
0.05977
0.036015
0.003831
0
0.087356
0.174713
0.285824
0.206897
0.101149
0.065134
0.079693
0.204598
0.048276
0.004598
0.022989
0.163218
0.440613
0.347126
0.610728
0.514943
0.407663
0.349425
0.285057
0.501916
0.068199
0.067433
0.095019
0.361686
0.891954
1
0.881992
0.89272
0.269732
0.256705
0.20613
0.48046
0.124138
0.072031
0.087356
0.184674
0.536398
0.455939
0.586973

0.48973
0.547188
0.136573
0.266439
0.223886
0.293902
0.004917

0.0325
0.016468
0.040735

0.08983

0.21784
0.264276
0.269643
0.195046

0.10332
0.059342

0.2145
0.318377
-0.012124
0.010207
0.129566
0.401743
0.398115
0.623377
0.432353
0.403821

0.32807
0.292755
0.540674
0.194649
0.046478
0.091856
0.257985
0.826387
0.994637
0.869289
0.860653
0.291942
0.237217

0.20413
0.464495
0.119557
0.086336
0.059427

0.2213
0.345419
0.445996
0.564225

0.015251
0.004537
0.035074
0.001305
0.020558
0.110696
0.054853
0.003516
0.012636
0.040735
0.002474
0.043128
0.021548
0.062746
0.093897
0.038186
0.020351
0.009903
0.270101
0.016722
0.012782
0.033653
0.03887
0.050988
0.012649
0.08259
0.003842
0.021355
0.007698
0.038758
0.126449
0.020955
0.003163
0.103701
0.065568
0.005363
0.012704
0.032068
0.02221
0.019488
0.002001
0.015965
0.004581
0.014306
0.027929
0.036626
0.19098
0.009943
0.022748
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Se visualiza en la Tabla 12 la cantidad de venta de casaca (real y
des normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 63
Grafico de Entrenamiento de la Red Neuronal (sacos)
validate
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Nota: En la figura 63 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal

Validacién con los datos de Prueba

Para realizar la validacién, separamos nuestros datos en dos, los

datos de entrada en x_input y y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.

Figura 64

Resultados con los Datos de Validacion

e score = model.evaluate(x_input,y_target)
primt(™in %s: M. 2004" X (model.metrics_names[@],score[@]*128))
[3 z2/2 [s===s==sccccccemccmccccmmccee-

] - @ Sms/step - loss: @.0@37 - mas: @.8375
loss: @.37%
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Como se visualiza en la Figura 64, nombrando score emplearemos
el método "evaluate”, Este método requiere dos parametros de entrada:
los datos de entrada almacenados en la variable "x_input" y los datos de
salida en la variable "y_target" de nuestro conjunto de datos de prueba el
error que tenemos para pronosticar con los datos de prueba es del 0.37%.
Tabla 13

Datos de Validacion (sacos)

vV Real Ventas Prondstico de la E
enta Rea Desnormalizada  Red Neuronal rror
355 0.256705 0.237217 0.019488
289 0.20613 0.20413 0.002001
647 0.48046 0.464495 0.015965
182 0.124138 0.119557 0.004581
114 0.072031 0.086336 0.014306
134 0.087356 0.059427 0.027929
261 0.184674 0.2213 0.036626
720 0.536398 0.345419 0.19098
615 0.455939 0.445996 0.009943
786 0.586973 0.564225 0.022748

En la Tabla 13, realizamos una particion de los 10 Ultimos meses
de venta de chompa (real y des normalizada), se ve muy préximo a la
cantidad que pronostica la red neuronal y consecuentemente el error

disminuye significativamente

Figura 65

Grafico de los Datos del Entrenamiento de la Red Neuronal (Sacos)

Resultados de prediccion de validacion
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Prediccion (Normalizada)
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Nota: En la figura 65 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.

Pronostico

Figura 66

Prondstico de la prenda Saco

E; respuesta = model.predicti[[72@, 815, 78&6]])
print({respuesta.round( )]

1_|lr1 [==============================] - @5 z?ms_frstep

(Ver Figura 66) Al pronosticar utilizaremos el método llamado
“‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patron de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
‘respuesta.round()” ya des estandarizacion, 668 sacos vendida para el

mes de agosto 2023.

3.2.8.9. Fase de entrenamiento (short)
Figura 67

Realizar el proceso de entrenamiento de la Red Neuronal

t’ # Entrenar el modelo (SHORT)
history= model. fit(x input, v _target_rnormalized, epochs=1002)

El modelo se entrena con los datos de entrada x_input y las

etiquetas y_target durante 1000 épocas utilizando model.fit ()
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Figura 68
Resultado de Entrenamiento

Epoch 996/1003

242 [==============================] - 2= BFI"IS_fStEp - loss: @.003@ - mae: @.@278
Epoch 997/102@

242 [==============================] - 2= BFI"IS_fStEp - loss: @.0@29 - mae: @.@27§
Epoch 998/1028

242 [==============================] - 2= 8m5f5tep - loss: @.923Q - mae: @.027@
Epoch 299/1003

2,{2 [==============================] - @= Bmsfstep - loss: @.90229 - mae: @.0269
Epoch 1000/1208

2,{2 [==============================] - @= 1Emsfstep - loss: @.8@29 - mae: @.8278

Como se evidencia en la (Figura 68), el valor de pérdida (Loss) de
0.0029 indica el error entre las predicciones del modelo y los valores
reales en el conjunto de evaluacion, siendo mas bajo deseable. Ademas,
el Mean Absolute Error (MAE) de 0.0276 representa la media de las
diferencias absolutas entre las predicciones y los valores reales, siendo
un indicador bajo que sugiere que las predicciones son cercanas a los
valores reales en el conjunto de evaluacion.

El modelo ha aprendido bien a hacer predicciones en el conjunto
de evaluacion, ya que tanto la pérdida como el MAE son bajos. Sin
embargo, estos resultados son especificos al conjunto de evaluacion y no
necesariamente indican cdmo el modelo se desempefiara en datos que
no ha visto antes (conjunto de prueba).

Figura 69
Gréafico de Perdida vs Epocas

Pérdida vs Epocas - "SHORT"
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En la figura 69, se espera ver una disminucion en la pérdida a
medida que avanzan las épocas. Esto nos indica que el modelo esta
aprendiendo y mejorando su capacidad para hacer predicciones precisas.
Después de cierto punto, se observa que la pérdida deja de disminuir
significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 14

Datos del Entrenamiento de la Red Neuronal (short)

Pronéstico de
Ventas

Venta Real i la Red Error
Desnormalizada

Neuronal

26 0.150602 0.184631 0.034029
22 0.126506 0.136135 0.009629
13 0.072289 0.075124 0.002835
2 0.006024 0.00129 0.004734
49 0.286978 0.287813 0.000836
49 0.286978 0.287084 0.000106
49 0.286978 0.086629 0.200349
49 0.286978 0.142552 0.144426

1 0 0.142552 0.142552

1 0 0.126188 0.126188
49 0.286978 0.289139 0.002162
16 0.090361 0.094687 0.004326
17 0.096386 0.097889 0.001504
25 0.144578 0.140379 0.004199
5 0.024096 -0.012869 0.036966
49 0.286978 0.297712 0.010734
49 0.286978 0.295114 0.008136

1 0 0.149408 0.149408
49 0.286978 0.126188 0.16079
49 0.286978 0.281547 0.005431
3 0.012048 0.065702 0.053654
16 0.090361 0.128459 0.038097
36 0.210843 0.214511 0.003667

1 0 0.003631 0.003631
21 0.120482 0.14128 0.020798
24 0.138554 0.13779 0.000764
107 0.638554 0.62325 0.015304
25 0.144578 0.137227 0.007351
19 0.108434 0.105384 0.00305
10 0.054217 0.060939 0.006722
14 0.078313 0.061311 0.017002
24 0.138554 0.141765 0.003211
9 0.048193 0.092941 0.044748
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61
117

91
117
73
57
85
67
53
25
74
62
127
56
106
146
167
141
60
74
73

0.361446
0.698795
0.024096
0.542169
0.698795
0.433735
0.337349
0.506024
0.39759
0.313253
0.144578
0.439759
0.36747
0.759036
0.331325
0.63253
0.873494
1
0.843373
0.355422
0.439759
0.433735

0.345564
0.696568
0.026194
0.540163
0.711073
0.431027
0.339069
0.49087
0.385723
0.325432
0.201338
0.420072
0.38218
0.75267
0.340339
0.641074
0.882424
0.991031
0.860285
0.365153
0.451881
0.447478

0.015882
0.002227
0.002098
0.002006
0.012278
0.002708
0.00172
0.015154
0.011867
0.012179
0.056759
0.019687
0.014711
0.006366
0.009014
0.008544
0.00893
0.008969
0.016911
0.009731
0.012122
0.013743

Se visualiza en la Tabla 14 la cantidad de venta de short (real y des

normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 70

Grafico de entrenamiento de la Red Neuronal (short)
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Nota: En la figura 70 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal
Validacion con los datos de prueba

Para realizar la validaciéon, separamos nuestros datos en dos, los
datos de entrada en x_inputy y_target, para validar la capacidad de la red
neuronal los datos deben de estar normalizados.
Figura 71
Resultados con los Datos de Validacion

E‘l"s ° score = model.evaluate(x input,y target)
priot(™Wvn %s: % 2FHR" % (model.metrics_names[@],score[@]%10a))

2{/2 [==============================] - @5 8ms/step - loss: @.0029 - mae: @.@278
P

Como se visualiza en la Figura 71, nombrando score emplearemos
el método "evaluate”, Este método requiere dos parametros de entrada:
los datos de entrada almacenados en la variable "x_input" y los datos de
salida en la variable "y_target" de nuestro conjunto de datos de prueba el
error que tenemos para pronosticar con los datos de prueba es del 0.29%.

Tabla 15

Datos de Validacién (short)

Venta Real Ventas Prondstico de la Error
Desnormalizada  Red Neuronal
56 0.331325 0.340339 0.009014
106 0.63253 0.641074 0.008544
146 0.873494 0.882424 0.00893
167 1 0.991031 0.008969
141 0.843373 0.860285 0.016911
60 0.355422 0.365153 0.009731
74 0.439759 0.451881 0.012122
73 0.433735 0.447478 0.013743

En la Tabla 15, realizamos una particion de los 10 ultimos meses
de venta de chompa (real y des normalizada), se ve muy préximo a la
cantidad que pronostica la red neuronal y consecuentemente el error

disminuye significativamente
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Figura 72

Grafico de los datos del entrenamiento de la Red Neuronal (short)

Resultados de prediccion de validacion
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Nota: En la figura 72 se visualiza la proximidad muy cercana de la
red real, al modelo de la red neuronal de los datos de validacion.

Prondstico

Figura 73
Pronéstico de la prenda vestido

n:T; [42] respussta = model.predicti[[&@, 74, 73]])
print{respuesta.round())

1;1 [::::::::::::::::::::::::::::::] - @s 41m5.|'r5tEF|

(Ver Figura 73) Al pronosticar utilizaremos el método llamado
“‘model.predict”, se utiliza para obtener las predicciones del modelo, en
el cual, como datos de entrada, enviaremos como parametros los tres
ultimos meses, es decir, de abiril, junio y julio del 2023, se esta pasando
una secuencia de tres valores, que parece coincidir con el patrén de
entrada que el modelo espera, para poder predecir las ventas que podrian
generar en el mes de agosto. El cual nos da como resultado redondeado
‘respuesta.round()” ya des estandarizacion, 48 shorts vendidas para el

mes de agosto 2023.
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3.2.8.11. Fase de entrenamiento (vestidos)
Figura 74

Realizar el proceso de entrenamiento de la Red Neuronal

[3] # Entrenar el modelo (WESTIDOS)
history= model.fiti(x_input, y_target_normalized, epochs=1288)

El modelo se entrena con los datos de entrada x_input y las
etiquetas y_target durante 1000 épocas utilizando model.fit ()
Figura 75

Resultado de Entrenamiento

252 [==============================] - 8= 12m5;’5tep - loss: 2.2224 - mas: @.03085
Epoch 996/1088
2/2 [==============================] - @5 8ms/step - leoss: @.8024 - mas: B.0306
Epoch 997/1282
2/2 [==============================] - @5 8ms/step - leoss: @.8024 - mas: B@.0307
Epoch 298/108a
2/2 [==============================] - 8= SmeStEp - loss: @.2024 - mae: @.0308
Epoch 999/1282
2/2 [==============================] - @5 l@ms/step - loss: @.0823 - mas: @.8383
Epoch 12@@/120@
2/2 [==============================] - @s 1E.’ms;’step - loss: 2.2@24 - mae: @.03@3

Como se evidencia en la (Figura 75), el valor de pérdida (Loss) de
0.0024 indica el error entre las predicciones del modelo y los valores
reales en el conjunto de evaluacion, siendo mas bajo deseable. Ademas,
el Mean Absolute Error (MAE) de 0.0303 representa la media de las
diferencias absolutas entre las predicciones y los valores reales, siendo
un indicador bajo que sugiere que las predicciones son cercanas a los
valores reales en el conjunto de evaluacion.

El modelo ha aprendido bien a hacer predicciones en el conjunto
de evaluacion, ya que tanto la pérdida como el MAE son bajos. Sin
embargo, estos resultados son especificos al conjunto de evaluacion y no
necesariamente indican como el modelo se desempefiara en datos que

no ha visto antes (conjunto de prueba).
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Figura 76

Gréafico de Perdida vs Epocas

Pérdida vs Epocas - "VESTIDOS"
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En la figura 76, se espera ver una disminucion en la pérdida a

medida que avanzan las épocas. Esto nos indica que el modelo esta

aprendiendo y mejorando su capacidad para hacer predicciones precisas.

Después de cierto punto, se observa que la pérdida deja de disminuir

significativamente. Esto significa que el modelo ha alcanzado un punto

donde ya no mejora de manera significativa.

Tabla 16

Datos del Entrenamiento de la Red Neuronal (vestidos)

Ventas

Pronodstico de

Venta Real . la Red Error
Desnormalizada
Neuronal
432 0.527675 0.505095 0.02258
452 0.552276 0.540078 0.012197
360 0.439114 0.440496 0.001382
238 0.289053 0.269701 0.019352
204 0.247232 0.224573 0.02266
125 0.150062 0.21909 0.069028
87 0.103321 0.090982 0.012339
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109
148
421
816
214
365
411
143

13
16
27
56

101

353
46

174

103

206
85
60
45
69
33

197

349

410

139

153

267

209
95
44
28
34
32

125

172

576
95

233

233

258

162
68
76
80

0.130381
0.178352
0.514145
1
0.259533
0.445264
0.501845
0.172202
0
0
0.0123
0.01599
0.02952
0.065191
0.120541
0.430504
0.052891
0.210332
0.123001
0.249692
0.100861
0.070111
0.051661
0.081181
0.0369
0.238622
0.425584
0.500615
0.167282
0.184502
0.324723
0.253383
0.113161
0.050431
0.03075
0.03813
0.03567
0.150062
0.207872
0.704797
0.113161
0.282903
0.282903
0.313653
0.195572
0.079951
0.089791
0.094711

0.118784
0.177602
0.47193
0.778713
0.270376
0.452817
0.506507
0.166528
0.097364
0.014084
0.010311
0.009966
0.062529
0.067625
0.096336
0.430837
0.174459
0.165496
0.13669
0.26236
0.161556
0.056235
0.058649
0.092313
0.102946
0.232127
0.387317
0.583848
0.166455
0.105008
0.27792
0.346114
0.148072
0.074262
0.030877
0.034007
0.06303
0.116044
0.251541
0.689478
0.155902
0.319208
0.302142
0.305656
0.199032
0.080077
0.084257
0.074848

0.011597
0.000749
0.042215
0.221287
0.010844
0.007553
0.004662
0.005674
0.097364
0.014084
0.001989
0.006025
0.033009
0.002434
0.024205
0.000332
0.121568
0.044836
0.013689
0.012667
0.060695
0.013876
0.006989
0.011132
0.066046
0.006495
0.038267
0.083233
0.000827
0.079494
0.046803
0.092731
0.034911
0.023831
0.000127
0.004124
0.02736
0.034017
0.043669
0.015319
0.042741
0.036305
0.019239
0.007997
0.00346
0.000126
0.005534
0.019863
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Se visualiza en la Tabla 16 la cantidad de venta de casaca (real y

des normalizada), se ve muy proximo a la cantidad que pronostica la red

neuronal y consecuentemente el error disminuye significativamente

Figura 77

Grafico de entrenamiento de la Red Neuronal (vestidos)
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Nota: En la figura 77 se visualiza la proximidad muy cercana de la

red real, al modelo de la red neuronal

Validacién con los datos de Prueba

Para realizar la validacién, separamos nuestros datos en dos, los

datos de entrada en x_inputy y_target, para validar la capacidad de la red

neuronal los datos deben de estar normalizados.

Figura 78

Resultados con los Datos de Validacion

score = model. evaluate(x _input,y_target)

primt{™'n Hs: % 2FHE" % (model.metrics_names[@],score[@]*122))

loss: @.24%

=====z=======z==z=====] - @5 7ms/step - loss: 2.0024 - mas: @.2302
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Como se visualiza en la Figura 78, nombrando score emplearemos

el método "evaluate”, Este método requiere dos parametros de entrada:

los datos de entrada almacenados en la variable "x_input" y los datos de

salida en la variable "y_target" de nuestro conjunto de datos de prueba el

error que tenemos para pronosticar con los datos de prueba es del 0.24%.

Tabla 17

Datos de Validacién (vestidos)

| Ventas Prondstico de la

Venta Rea Desnormalizada Red Neuronal Error
172 0.207872 0.251541 0.043669
576 0.704797 0.689478 0.015319
95 0.113161 0.155902 0.042741
233 0.282903 0.319208 0.036305
233 0.282903 0.302142 0.019239
258 0.313653 0.305656 0.007997
162 0.195572 0.199032 0.00346
68 0.079951 0.080077 0.000126
76 0.089791 0.084257 0.005534
80 0.094711 0.074848 0.019863

Enla Tabla 17, realizamos una particién de los 10 ultimos meses de venta

de chompa (real y des normalizada), se ve muy préximo a la cantidad que

pronostica

la

red neuronal

significativamente.

Vvalor Normalizado
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Figura 79

Grafico de los datos del entrenamiento de la Red Neuronal (vestidos)

Resultados de prediccion de validacion
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y consecuentemente el error disminuye
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Nota: En la figura 79 se visualiza la proximidad muy cercana de la

red real, al modelo de la red neuronal de los datos de validacion.

Prondstico

Figura 80

Pronéstico de la prenda vestido

I:T; [22] respuesta = model.predict([[&8, 756, B@]]]

printirespuesta.round(])

===========] - ES ESmS_.'rStEFI

(Ver Figura 80) Al pronosticar utilizaremos el método llamado

‘model.predict”, se utiliza para obtener las predicciones del modelo, en

el cual, como datos de entrada, enviaremos como parametros los tres

ultimos meses, es decir, de abril, junio y julio del 2023, se esta pasando

una secuencia de tres valores, que parece coincidir con el patrén de

entrada que el modelo espera, para poder predecir las ventas que podrian

generar en el mes de agosto. El cual nos da como resultado redondeado

‘respuesta.round()” ya des estandarizacion, 53 vestidos vendida para el

mes de agosto 2023.

Gréaficos de analisis
Tabla 18

Historico de ventas de los meses de agosto

No Tipo de prenda Agosto-2019  Agosto-2020  Agosto-2021 Agosto-2022 Agosto-2023

1 BLUSA 1,239 466 524 992

2 CARTERA 22 32 9 6

3 CASACA 0 70 135 136

4 PANTALON 781 392 662 324

5 SACO 474 809 1,329 641

6 SHORT 11 24 25 57

7 VESTIDOS 266 33 32 58

8 CHOMPAS 0 159 103 20
Total 2,793 1,985 2,819 2,234

Nota. En la tabla muestra las cantidades vendidas de los ultimos afios de

los meses de agosto.
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Figura 80

Historico de ventas de los meses de agosto
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Nota. En la figura muestra el analisis de las ventas por prenda de los meses de
agosto desde el 2018 hasta la actualidad.

Tabla 19

Resumen de la prediccién de venta para el mes de agosto

Prediccion para

No Tipo de prenda agosto 2023

1 BLUSA 1,000

2 CARTERA 5

3 CASACA 129

4 PANTALON 313

5 SACO 668

6 SHORT 48

7 VESTIDOS 53

8 CHOMPAS 13
Total 2,229

Nota: En la tabla muestra los resultados de las predicciones que se
realizaron para el mes de agosto

Presupuesto.

El costo para la implementacion del proyecto, respecto al software
es S/ 00.00, debido que se realizé en la plataforma de colab google que
es Open Source y tiene una capacidad mayor a 80 GB de almacenamiento
y también se implementé librerias Open Source. De igual manera se

detalla el costo de pago de personal y equipos de hardware.
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3.3

Tabla 20

Costos para la implementacién del proyecto

Concepto Descripcién costos
Colab Open Source S/ 0.00
Librerias Open Source S/ 0.00
Pago al personal Desarrollador del S/ 2800.00
proyecto
Equipo pc Recurso para la S/ 2600.00

implementacion de la
herramienta a

desarrollar
Electricidad Consumo durante el S/ 50.00
desarrollo del proyecto
total S/ 5450.00

Dato: Presupuesto

Resultados

Los resultados obtenidos fueron lo siguiente

Se ha logrado disefiar un modelo de redes neuronales adaptado a
las necesidades especificas de la prediccion de tendencias de
moda, especificamente para las ventas de prendas en la empresa
R&D Corporacién. Este modelo incorpora caracteristicas clave del
conjunto de datos recopilado, estructurado con 3 longitudes de
entrada,3 capas ocultas con 16 neuronas con funcién de activacion
Relu y una capa de salida con 1 sola neurona con la funcion de
activacion Lineal Optimo para problemas de regresion,
garantizando una representacion efectiva de los patrones y
relaciones presentes

El modelo de redes neuronales fue entrenado con éxito utilizando
datos relevantes de venta de la empresa R&D Corporacion.
Durante este proceso, las redes neuronales artificiales para el
analisis de cada prenda, ha aprendido de manera eficaz las
complejidades y estructuras subyacentes en los datos,
demostrando su capacidad para generalizar y prever tendencias
futuras con precisidon, obteniendo como porcentaje de error menor
a 0.70%

La aplicacion del modelo entrenado a conjuntos de datos

especificos ha permitido evaluar de manera integral su impacto en
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las decisiones comerciales y la rentabilidad de R&D Corporaciones.
Los resultados de esta evaluacion destacan la utilidad practica del
modelo en la toma de decisiones estratégicas. Se realizd el
pronostico para el mes de agosto 2023, donde se pudo visualizar
gque se vendara 1000 blusas, 5 carteras, 129 carteras, 313

pantalones, 668 sacos, 48 shorts, 53 vestidos y 13 chompas.
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CONCLUSIONES

- El disefio de un modelo de redes neuronales adaptado a la prediccion
de tendencias de moda establece una base soélida para la aplicacion de técnicas
avanzadas en el &mbito de la moda. La incorporacion de caracteristicas clave en
una estructura con 3 longitudes de entrada y 3 capas ocultas demuestra una
cuidadosa adaptacion a la complejidad de los datos. El disefio, con activaciones
Relu y Lineal, garantiza una representacion efectiva de los patrones y relaciones,
sentando las bases para prondsticos precisos en el @&mbito de la moda.

- La fase de entrenamiento del modelo, evidenciada por un bajisimo
porcentaje de error menor a 0.70%, destaca la capacidad de la red neuronal para
aprender y generalizar complejidades en los datos de tendencias de moda. La
precision alcanzada en la prediccién de futuras tendencias subraya la eficacia
del modelo en anticipar de manera confiable los patrones emergentes en la
empresa R&D Corporacion, brindando una herramienta valiosa para la toma de
decisiones informadas.

- La evaluacion del impacto en las decisiones comerciales y la rentabilidad
de R&D Corporaciones, revela una utilidad practica tangible. La capacidad del
modelo para realizar prondsticos, como se evidencio en la prediccion de los 8
tipos de prendas vendidas para el mes de agosto, ayuda en el momento de
lanzar una nueva coleccién y analizar que prendas se vendera mas al momento
de producir dicha prenda con mas demanda, destaca su contribucion significativa

a la toma de decisiones estratégicas.
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RECOMENDACIONES

- Respecto al disefio del modelo de redes neuronales, se recomienda
mantener mejoras continuas, realizar ajustes adicionales en la arquitectura de la
red, probar diferentes funciones de activacion o incluso considerar la
implementacion de técnicas mas avanzadas podria potenciar ain mas la
capacidad del modelo para capturar patrones emergentes en la industria de la
moda.

- La fase de entrenamiento exitosa y la baja tasa de error destacan la
eficacia del modelo, pero es esencial establecer un sistema de monitoreo
continuo. La industria de la moda es dinamica, y patrones y preferencias pueden
cambiar con el tiempo. Mantener el modelo actualizado con nuevos datos
garantizara que siga siendo relevante y preciso a medida que evolucionen las
tendencias del mercado.

- Como se visualiza en los resultados del entrenamiento de la red, la
prenda que mas se venderia son las blusas, con un promedio de 1000 unidades,
seguidamente del saco, que tendra un promedio de venta en 668 unidades y la
que menos se venderia son las chompas y carteras con 13 y 5 unidades,
respectivamente, en ese caso se recomienda que para el mes de agosto se
disefie y produzca al mercado mas blusas y sacos, para cubrir la demandas y
evitar tener pérdidas de produccion. De igual manera, se sugiere utilizar los
resultados del modelo no solo para la planificacién operativa, sino también para
analisis estratégicos mas profundos que informen decisiones clave y maximicen

el impacto positivo en la rentabilidad de la empresa.
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ANEXO

Ventas diarias de las diferentes prendas de la empresa R&D

Corporacion.

Afo
2018
2018
2018
2019
2019
2019
2019
2019
2019
2019
2019
2019
2019
2019
2019
2020
2020
2020
2020
2020
2020
2020
2020
2020
2020
2020
2020
2021
2021
2021
2021
2021
2021
2021
2021
2021
2021
2021
2021
2022
2022
2022
2022
2022
2022
2022
2022
2022
2022
2022
2022
2023
2023
2023
2023
2023
2023
2023

-

Fecha |~
octubre
noviembre
diciembre
enero
febrero
marzo
abril
mayo
junio
julio
agosto
octubre
noviembre
diciembre
septiembre
enero
febrero
marzo
abril
mayo
junio
julio
agosto
octubre
noviembre
diciembre
septiembre
enero
febrero
marzo
abril
mayo
junio
julio
agosto
octubre
noviembre
diciembre
septiembre
enero
febrero
marzo
abril
mayo
junio
julio
agosto
octubre
noviembre
diciembre
septiembre
enero
febrero
marzo
abril
mayo
junio
julio

BLUSAS ~
97
529
1169
750
486
635
502
974
586
547
512
742
1050
1804
817
1091
1117
336
38
119
168
281
282
534
710
1375
520
1042
294
958
619

305
386
376
758
1272
1881
566
953
1250
1325
980
1281
819
653
479
1295
1427
1562
1083
1120
1013
1302
1235
1240
910
1072

CARTER/ ~
2
21
36
14
21
19
18
14
6
17
19
13
14
18
25
10
11
11

13
10
12
13
41
14
25

10
16
17
14
30
32
30
49
73
38
35
29
24
22
27
10
16

15
10
13
11

CASACA ~

28
52
109

29
24
73
85
109
78
83
70
128
148
136
140
55
58
88
115
184
91
171
126
431
329
169
355
103
50
48
80
204
295
296

Nota: ventas del 2018 a 2023

CHOMPA ~

[FAFNIFNI

121
95
208
159
126
47
24
258
12
12
28
54
78
34
32
103

68

15
36

ENTERIZ( ~

N B NN O

a4
80

FALDA ~ PANTALC ~

6
82
76
72
41
41
75
84
71
81
40
33
70

101
117
84
43
28

4

8
11
21
26
47
38
54
37
40
49
71
39
65
71

114
103
216
217
258
153
116
117
140
100
208
145
159
125
136
179
212
153
119
150
151
185
187
144
137

74
348
535
401
282
343
372
616
576
469
424
360
545
822
545
393
390
135

22

27

61
160
190
314
231
466
231
302

94
209
245
308
245
439
383
686
829
985
539
342
437
513
660
751
621
593
662
571
747
939
617
532
422
475
577
691
518
658

POLO ~

100
161
230
563

33
392
163
349
189
198
221
362
289
394
373
438
359

354
380
543
364
228
180
205
285
642
850
293
384
250

313
257
317
309

SACOS ~
80
323
201
104
57
97
214
454
733
679
740
244
366
339
548
98
67
25
20
134
248
393
290
152
105
124
287
83
26
50
233
595
473
817
692
552
476
392
675
109
108
144
492
1184
1325
1171
1185
372
355
289
647
182
114
134
261
720
615
786

SHORT ~

11
26
22
13

16
17
25

16
36

21
24
107
25
19
10
14
24

61
117

91
117
73
57
85
67
53
25
74
62
127
56
106
146
167
141

74
73

106

VESTIDO ~
43
326
673
432
452
360
238
204
125
87
109
148
421
816
214
365
411
143
3

3
13
16
27
56
101
353
46
174
103
206
85
60
45
69
33
197
349
410
139
153
267
209
95
44
28
34
32
125
172
576
95
233
233
258
162
68
76
80



Entrevistas:

Datos personales
Apellidos y Nombres: Ortega Alex
Fecha: 25/07/2023 Cargo: Jefe de Almacén

Area: Acabados

1. ¢Cbmo analizas las tendencias de ventas y la demanda de productos?

<]

Historico de ventas

.

Herramientas de analisis de datos

.

Retroalimentacién de clientes

" otro (especificar)

2. ¢Cudl es el sistema actual de gestion de inventario en tu empresa?

I Manual

¥ Software de venas y gestion de inventario

3. ¢Cuales crees que son los principales motivos para la produccion en
exceso?

W , . .
v Prondsticos incorrectos de demanda

" Falta de coordinacién entre departamentos

-
-

Estrategias de marketing ineficaces

Otro (especificar)
4. ¢Cbmo se manejan los productos obsoletos o con baja rotacion?

Se aplican descuentos del 20 % o 30 % para reducir el
excedente y evitar tener descuadres de inventario en el almacén

5. ¢Cual es el proceso para determinar las cantidades a producir?

Se evalla las ventas de cada tienda y dependiendo a la
demanda refregada, se calcula la cantidad a producir para la siguiente
temporada

6. ¢Como reajustan la produccién en respuesta a cambios en la
demanda?

A través de coordinacion entre el area de produccién y area de
venta
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